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Resumen

Las biisquedas por proximidad o similaridad consisten en recuperar
los elementos de la base de datos mas parecidos a uno de consulta. Este tipo de
busquedas es escencial en nuestros dias pues actualmente se tienen grandes volu-
menes de datos digitales donde la biisqueda exacta no tiene mucha relevancia, en
cambio la bisqueda por proximidad es la Unica alternativa. Por ejemplo, buscar la
fotografia de una persona en un repositorio de iméagenes, el rostro de la persona
cambia con sus facciones.

Una estrategia para resolver las bisquedas es comparando todos los
elementos de una base datos, esto se conoce como busqueda secuencial. Se asume
que la comparacion sea una funcién de distancia costosa y determine que tanto
se parece un objeto a otro. Otra alternativa es construir un indice para hacer mas
eficiente esta busqueda y evitar la busqueda secuencial.

En este trabajo, se propone modelar el problema como un espacio mé-
trico (i.e. una base de datos y una funcién de distancia) y modificar un algoritmo
existente para mejorar el procesamiento de la respuesta. Nuestra propuesta con-
siste en modificar la funcién de distancia empleada en los algoritmos basados en
permutaciones (PBA) [12] para comparar las permutaciones.

Los PBA funcionan de las siguiente manera, seleccionan un conjunto
de la base de datos (es decir, permutantes) y el resto de los elementos determina el
orden de cercania de los permutantes, a esto se le llama permutacién. Las consultas
siguen el mismo procedimiento y los elementos que forman parte de la respuesta
serdn aquellos cuya permutacién es muy parecida a la de la consulta. Los resultados
que presentamos en este trabajo muestran que es posible mejorar la técnica de PBA
y contribuir en el estado del arte de este problema.

Palabras clave: Bisqueda por similitud, vecinos mds cercanos, recu-
peracién de informacién, reconocimiento de patrones,algoritmos.
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Abstract

Similarity searching or proximity searching consists in retrieving tho-
se objects that are similar of a database from a given query. Nowdays, this kind
of searching is essential because there are huge digital databases where exact mat-
ching is almost impossible. Instead, the unique alternative can be the proximity
searching.

An strategy to solve this kind of queries is comparing all the elements
in a database (sequential scan). The comparison is using a distance function which
allows to measure how similar objects are. Another alternative is building an index
in order to solve the query without making a sequential scan.

In this work, problem is modeled as metric space (i.e. a database and
a distance function) and improving an existing algorithm in order to get better pro-
cessing time for answering. Our proposal consists in modify the distance function
used in permutation-based algorithm (PBA) [12] in order to compare permutations.

PBA works as follow, first, a set of elements are chosen (i.e. set of
permutants), the rest of the database sort these permutants in increasing order, it is
called permutation. Queries follows the same process and elements which permu-
tation is similar to the query’s permutation they are part of the answer. In this work,
we show that our proposal improves the PBA and contributes to the state of art.
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Capitulo 1

Introduccion

La busqueda es uno de los problemas fundamentales en las ciencias
de la computacion, ademds de ser el nicleo de casi todas las aplicacién de compu-
tacion, a medida que la aplicacién es mas sofisticada mas dificil es la busqueda.
Un caso tipico son las bases de datos, donde basicamente, se tiene un conjunto de
datos y los usuarios proporcionan una consulta que la aplicacién deberd constesta
si la consulta tiene una respuesta o no en esa base de datos.

El caso tipico de bases de datos (BD) son las tradicionales, o que cum-
plen con el modelo relacional (el modelo mds utilizado actualmente para imple-
mentar las BD ya planificadas), requieren que los datos tengan una division clara
por caracteristicas; por ejemplo, en una BD de nombres de personas la separacién
obvia es: nombre, apellido materno, apellido paterno, afio de nacimiento, etc. El
tipo de busqueda que se emplean se considera exacta pues debe coincidir letra por
letra, ademds de que es claro en qué caracteristica se buscara: por ejemplo, quiero
saber quiénes son las personas llamadas "David”, bastaria con buscar en la carac-
teristica llamada nombre y aquellos nombres que tengan "David” serdn parte de la
respuesta. Sin embargo, hoy en dia, las bases de datos multimedia no tienen esa
division claramente definida, piense, por ejemplo, en cdmo dividiria una imagen o
una grabacién de audio, por mencionar algunos.

Las bases de datos multimedia (BDM) se encuentran en casi todos
los aspectos de la vida cotidiana y realizar bisquedas en ellas es esencial para
muchas ciencias (i.e. biologia, computacién, etc). Sin embargo, en este tipo de
bases de datos no tiene mucho sentido la bisqueda exacta (como se explico en el
parrafo anterior), en cambio, el Unico recurso para estas bisquedas es la consulta
por similaridad o proximidad, por ejemplo, buscar una cancién en una coleccién
musical mediante el sonido emitido mientras se tarareaba la cancién. Note que no
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tiene sentido hacer una biisqueda exacta.

Una estrategia para resolver cualquier bisqueda en una base de datos
es haciendo una comparacién secuencial de los datos contra la consulta, aunque
esto seria practicamente imposible en bases de datos gigantescas. Cuando habla-
mos de la comparacion (o distancia) debemos dejar claro que ésta corresponde al
dominio de los datos y que se espera que indique que tanto se parecen dos objetos
de ese dominio. Otra estrategia es generar una estructura de datos que nos permita
establecer un orden en los datos, de manera que, al momento de hacer la bisqueda
sea posible tener una respuesta sin necesidad de comparar toda la base de datos.
Este tipo de estructura de datos se le conoce como indice.

En general, es una vez que se tiene una funcién de distancia y los datos,
es posible modelar el problema como un espacio métrico (ver el capitulo 2). La
ventaja de modelarlo de esta forma es que se tiene un modelo genérico para bases
de datos donde sélo se requiere conocer la funcién de distancia entre objetos y
ninguna otra informacién adicional [17]. La funcién de distancia en algunas BDM
puede ser computacionalmente costosa de calcular de aqui que nuestra meta sea
reducir el nimero de cédlculos de distancia a evaluar para obtener la respuesta.

Nuestra propuesta consiste en mejorar uno de los algoritmos propues-
tos en la literatura [11, 12], el cual, permite resolver la bisqueda en BD gigantes-
cas, realizar un menor nimero de comparaciones para tener la respuesta, utilizar
de manera eficiente los recursos fisicos de la computadora, compactar el indice y
por supuesto, mejorar el estado del arte en este tipo de biisquedas.

1.1. Aplicaciones de busquedas por similitud

Algunas aplicaciones de este tipo de busquedas por similitud son en
las siguientes areas: recuperacion de informacion, estadisticas, geometria compu-
tacional, reconocimiento de patrones, mineria de datos, entre otros. A continuacién
se describirdn algunos de estos.

= Reconocimiento de patrones. En estas aplicaciones se tienen 3 etapas: la
segmentacion, la caracterizacién y clasificacion. La primera de ellas debe
tomar los datos de entrada y eliminar el ruido de ellos (por ejemplo, una
fotografia tiene un objeto de interés y el resto es ruido). La segunda etapa es
la caracterizacion, la cual toma los elementos mas importantes del objeto de
interés y que pueden ser utilizados para diferenciar a los objetos. Por dltimo,
la clasificacidn, es esta etapa donde se requiere resolver el problema de la



1.2. ORGANIZACION CAPITULO 1. INTRODUCCION

blisqueda por similitud, pues de ésto depende el tipo de clasificacion y la
velocidad en la que se puede responder.

= Recuperacion de informacidn. El objetivo en estas aplicaciones es recuperar
registros semejantes a uno de consulta. Un ejemplo tipico es un buscador en
internet, el usuario proporciona un conjunto de palabras (consulta) y obtie-
ne como respuesta documentos ordenados por relevancia (o similitud) con
respecto a la consulta.

Algunos otros problemas especificos son: agrupacién de documentos
de texto por temas, bisquedas de cadenas similares de acuerdo a su ADN, bus-
queda en imégenes similares, reconocimiento facial por caracteristicas similares,
etc. donde estos problemas son especificos y aunque no los veremos a fondo esto
no quiere decir que no son importantes solo que para fines de este trabajo solo los
mencionare

1.2. Organizacion

En este trabajo se propone una nueva forma de establecer un orden
parcial en un indice conocido como: algoritmos basados en permutaciones.

Este documento estd organizado de la siguiente manera.
PARTE 1. CONCEPTOS BASICOS

Capitulo 2: Conceptos Basicos. En este capitulo de explicaran las
definiciones formales, conceptos bésicos, los problemas tipicos en este tipo de pro-
blemas y los desafios en la biisqueda por proximidad en espacios métricos.

Capitulo 3: Estado de Arte. En este capitulo se presenta una revision
del estado del arte de los algoritmos para buisquedas por proximidad en espacios
métricos. Cabe mencionar que dicho estado del arte se encuentra dividido en tres
grandes familias: algoritmos basados en pivotes, algoritmos basados en particiones
compactas y algoritmos basados en permutaciones.

PARTE 2. PROPUESTA

Capitulo 4: Propuesta. Los detalles de la propuesta se dardn en este
capitulo. La idea general es mejorar el orden parcial que establecian los algoritmos
basados en permutaciones.

Capitulo 5: Experimentacion. El desempeifio de la propuesta se mues-
tra de manera experimental con distintas bases de datos, entre ellas: un conjunto
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de bases de datos de vectores generados sintéticamente y distribuidos de manera
uniforme en el cubo unitario; otras bases de datos utilizadas fueron con datos reales
(iméagenes y diccionarios de palabras). En este capitulo se muestra que se consigue
tener hasta un 30 % de mejora respecto al algoritmo original.

Capitulo 6: Conclusiones y Trabajo a Futuro. La tesis termina mos-
trando conclusiones y el trabajo futuro como resultado de la propuesta.
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CONCEPTOS BASICOS



Capitulo 2

Conceptos Basicos

En este capitulo se explican algunos conceptos utilizados a lo largo de
la tesis. El primer concepto que se necesita es el de espacio métrico. Este consta
de un espacio (conjunto de datos) y una medida de semejanza entre los elementos
de ese espacio. No existe una definicion genérica de esta medida pues estd estre-
chamente ligada a la aplicacion y a las caracteristicas que se quieran evaluar en los
elementos.

Formalmente, sea (X,d) un espacio métrico, donde X es el universo
de objetos vélidos, y d es la funcién de distancia, d : X X X — R* que denotar4 la
medida de semejanza entre los elementos de X. Cuanto mas pequeiio es el valor de
d, mas parecidos entre si son los elementos. La funcién de distancia debe satisfacer
las siguientes propiedades:

& Positividad estricta:d(x,y) > 0 si x # y.
& Simetria:d(x,y) = d(y, x)
& Reflexividad:d(x,y) =0

Hasta ahora, las propiedades mencionadas sélo aseguran una defini-
cién consistente de la funcién de distancia y no pueden ser usadas para evitar
comparaciones en una busqueda por proximidad. La siguiente propiedad es la que
permite descartar elementos sin ser comparados directamente contra la consulta.

& Desigualdad triangular:d(x,z) < d(x,y) + d(y,z)

En esta tesis usaremos un conjunto finito de objetos lo llamaremos
base de datos U C X de tamafio n = U. El conjunto de elementos lo llamaremos

6
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diccionario, base de datos o simplemente conjunto de elementos. El término dis-
tancia serd usado para referirnos a la métrica entre los elementos de la base de
datos.

2.1. Consultas por Proximidad

Bésicamente hay dos:

las consultas por rango: que consiste en recuperar todos los elemen-
tos en un radio r, esto es: Ry(q,r) = {u € Uld(q,u) < r}.

las consultas de los K vecinos mas cercanos: Este tipo de busqueda
consiste en recuperar los vecinos mas cercanos en la base de datos a la consulta.
Estoes,ACUtalque,A=KNN(q)={ucA|Vuec{U-A},d(q,u)<d(q,v), K =]Al}

El caso mas comun en muchas aplicaciones es cuando se quiere recu-
perar el vecino mas cercano es decir K = 1 problema es conocido por sus siglas en
inglés 1NN (Nearest Neighbor).

Las consultas para encontrar los vecinos mds cercanos pueden ser so-
lucionadas con los algoritmos que resuelven consultas de rango. Esto se logra me-
diante distintas técnicas: De radio incremental, backtracking con reduccidn del ra-
dio, priorizando el backtracking.

Graficamente, estas consultas se muestran en la figura: 2.1 (un espacio
métrico en el plano, considerando la distancia Euclidiana), en el lado izquierdo
la consulta por rango R;(g,r) y en el derecho la consulta de los dos vecinos mas
cercanos (2NN).

o O u ou O u3
O D O Z oY Ous Q O w
v u6 QO ulo
99 I:L;L* 8 Ounr
O ue Oull@ ul2 Qul2 Ouns

Figura 2.1: Tipos de consultas por proximidad en espacios métricos. Izquierdo:
busqueda por rango. Derecho: bisqueda de los 2 vecinos mas cercanos.



2.2. INDICE METRICO CAPITULO 2. CONCEPTOS

2.1.1. Tipos de Distancias

Un caso particular de los espacios métricos son los llamados espacios
vectoriales con m-dimensiones. Un elemento de un espacio vectorial se veria como
(x1,Xx2,...,Xn). Por ejemplo, sean i, § vectores.

La distancia puede ser la métrica Lp (La métrica de Minkowski de

orden p) definida como:
Ly =dp(@§ = {| > lui—qil? 2.1)
i=1

donde algunos casos especiales son:

Manhattan
m
Li=di(@d =) lui—gi (2.2)
i=1
Euclidiana
Ly = do(il,§) = 1| D | lui— i (2.3)
i=1
Maxima
Lo = doo(il, §) = maxi=1._mlu; — qil (2.4)

2.2. Concepto de Indice Métrico

En espacios métricos los algoritmos que resuelven consultas por pro-
ximidad casi siempre se emplean indices para conocer la respuesta sin comparar
toda la base de datos como lo haria una bisqueda secuencial.

Un indice puede verse como una estructura de datos que facilita la
bisqueda en una base de datos.

Usualmente, un algoritmo que resuelve consultas por proximidad tiene
dos fases: la de pre-procesamiento y la de consulta.
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Inicialmente se tiene la base de datos y la funcién de distancia. La pro-
yeccion de la base de datos en un nuevo espacio permitird crear un indice (esta es
la fase de preprocesamiento). El indice se crea una sola vez y se almacena (para ser
utilizado muchas veces). El costo de esta fase no se consideran durante la siguiente
fase: consulta.

En la fase de consulta se recorre el indice para conocer la lista de
candidatos que deberdn ser comparados directamente contra la consulta (compa-
raciones externas). En esta lista de candidatos hay elementos que podrian no ser
reelevantes a la consulta (por ejemplo, en una consulta por rango, serian los que
estdn mas alejados que el radio dado).

El caso ideal es que todos los elementos de la lista de candidatos sean
relevantes para la consulta.

Una proyeccién de un espacio métrico se puede ver como una reduc-
cién natural. En el caso de los espacios vectoriales, esta proyeccion podria ser
representada como un punto en el nuevo espacio mediante una funcién 7. El cos-
to de cada proyeccion es el nimero de comparaciones internas. Los dos espacios
estan relacionados por dos distancias: la original d(x,y) y la distancia en el nuevo
espacio D(7(x),7(y)), donde x,y € X [17].



Capitulo 3

Estado de arte

En este capitulo describimos los algoritmos que existen para la bus-
queda por proximidad en espacios métricos.

Los indices son estructuras de datos usadas para recorrer con cierto
orden los datos y poder tomar decisiones sobre estos, cuando es posible: compa-
rarlos o descartarlos. Las propuestas existentes para construir indices consisten en
usar ciertos elementos de la base de datos (seleccionados en su mayoria por heu-
risticas), precalcular y almacenar las distancias entre estos y el resto de la base de
datos.

3.1. Algoritmos Existentes y su Clasificacion

3.1.1. Algoritmos Basados en Pivotes

La idea general para construir un indice basado en pivotes consiste en
elegir un conjunto P = {py, p2,...., pr} € U de tamafio k = |P| de pivotes. Para cada
elemento de la base de datos se precalculan las distancias hacia los elementos del
conjunto P. Este conjunto de distancias d(pi,u),d(p2,u),...,d(pr,u), Yu € U, es el
que finalmente conformard el indice.

Dada una consulta g, se calcula d(p;,q), ¥Yp; € P (comparaciones in-
ternas). Con esto puede acotarse la distancia entre g y cualquier « € U tal como se
demuestra en el siguiente lema.

Lema 1 Dados tres objetos q € X, u € U, p € P, sabemos que d(q, p) -
d(p,u) < d(q,u) < d(q,p) +d(p,u).

10
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Demostracion: El limite superior se obtiene directamente de la de-
sigualdad triangular

d(q,u) < d(q, p)+d(p,u).

en el caso del limite inferior, de acuerdo a la desigualdad triangular, se tiene que:
d(p,u) < d(p,q) +d(q,w),
d(p,q) < d(p,u) +d(u,q),

estas desigualdades implican
d(p,u) - d(p.q) < d(q,w),
d(p.q) - d(p,u) < d(u,q),

combinando estas desigualdades y usando la simetria, obtenemos que

ld(p,u) - d(p,q)| < d(q,u). %

Este tipo de algoritmos utiliza el indice de la siguiente forma: durante
una consulta por rango, usando el lema 1, se pueden descartar todos los elementos
de la base de datos u € U tales que 4 p €P, |d(q, p)-d(p,u)| > r ,pues es claro
que si |d(q,u)-d(p,u)| > r, entonces d(q,u) > r . Los elementos no descartados se
comparan directamente contra la consulta (comparaciones externas).

3.1.2. Algoritmos Basados en Particiones Compactas

Estos algoritmos dividen el espacio en zonas tan compactas como sea
posible. La idea general es seleccionar un conjunto de objetos C = {cy,...,cx} C
Uy dividir el espacio, es decir, distribuir los demds elementos entre las k zonas
pertenecientes a cada c;. Estos ¢; son llamados “ centros” de su zona. El indice est4
compuesto por los centros, los elementos que pertenecen a cada zona y, en algunos
casos, informacion adicional sobre las distancias. Un criterio de distribucién, entre
varios, es asignar cada u a la zona cuyo ¢; sea el més cercano. En cada zona se
realiza el mismo procedimiento recursivamente hasta que no sea posible o deseable
dividir el espacio.

Este tipo de algoritmos se dividen de acuerdo a su procedimiento de
biisqueda en: los que usan un radio de cobertura r., los que usan los hiperplanos,
y los que usan ambos criterios. El radio de cobertura r. es la distancia maxima del
centro de la zona a los elementos en ella. El hiperplano es la frontera entre dos
zonas cuando cada elemento se asigna a su centro mas cercano.

11
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Durante la bisqueda usando el criterio del radio de cobertura, es po-
sible acotar la distancia entre la consulta y los elementos en la base de datos de la
siguiente forma.

lema 2 Dados tres objetos u,c € U,q € X si c es el centro de la zona
a la que pertenece u, con radio de cobertura r. , sabemos que. d(q, u) estd acotada
por max{d(c,r)—rc,0} < d(c,u) <d(d,q) +r..

Demostracion Ambos limites los obtenemos de la desigualdad trian-
gular y de la cota superior:

d(p.q) < d(p,u) +d(u,q),
d(p,u)<r.
usando estas dos ecuaciones tenemos
d(p.q) —d(q,u) <d(p,u) <re,
esto implica que
d(p.q)—rc < d(q,u).
por otro lado, sabemos que d(q,u) > 0, por lo tanto el limite inferior es
max {d(q, p) —r¢, 0} <d(q,u).
el limite superior lo obtenemos de la desigualdad triangular

d(q,u) <d(q,p) +d(p,u) <d(q,p)+rc. %

Durante la consulta por rango R;(q,r), esta familia de algoritmos des-
carta aquellas zonas de centro c tales que: d(c,q) —r. > r, pues usando el lema 2
sabemos que cualquier elemento u en esa zona cumple con d(gq,u) > r. En las zonas
no descartas se repite el proceso hasta que llega a zonas finales o sin divisién. En
estas dltimas zonas solo queda hacer una revision secuencial.

En la figura 3.1 se muestra un ejemplo del uso de esta técnica. El radio
de cobertura del centro ¢ estd representado por r. . En la figura toda la zona del
centro ¢ puede ser descartada puesto que todos los elementos en ella cumplen con

d(q,p)—r. <d(q,u)yd(q,c)—r.>r.

3.1.3. Bases de Datos de Prueba

El rendimiento de los algoritmos presentados en esta tesis fue evaluado
usando las bases de datos descritas a continuacion.

12
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Us

U2

O

u7
Figura 3.1: Ejemplo del uso de un algoritmo basado en particiones compactas para
una consulta de rango R4(q,r). Los elementos en la zona del centro ¢ pueden ser
descartados.

Vectores en el Cubo Unitario

El desempefio de los algoritmos para la biisquedas por proximidad
en espacios métricos (consultas de rango o las consultas de los K vecinos mas
cercanos), decae a medida que la dimensién del espacio crece [5]. Por lo tanto, es
interesante experimentar en espacios donde sea posible variar la dimension.

Una manera de controlar la dimension del espacio es generar un con-
junto uniformemente distribuido en el cubo unitario, y usar este conjunto como un
espacio métrico abstracto. La medida de distancia usada en estos espacios fue la
Euclidiana.

Las bases de datos generadas fueron de tamafio 10,000. Las dimensio-
nes tratadas varian entre 8 y 128. En los experimentos se promediaron 500 consul-
tas para generar cada punto.

Diccionarios

Otro tipo de espacio usado es un diccionario de 86,062 palabras en
espafiol. La distancia entre palabras usada es la distancia de edicién o Levenshtein
[30]. Esta distancia mide la similaridad entre dos cadenas s; y s, como el minimo
nimero de transformaciones que requiere s; para convertirse en s, o viceversa. Las
transformaciones pueden ser: cambiar, insertar o borrar una letra. La siguiente re-
currencia define esta distancia entre las dos cadenas. La notacion s; c; representa la

13
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cadena s; concatenada con c¢; . Los simbolos ¢ y/o ¢; pueden también representar
la cadena vacia.

d(s1,52)+0 sicyp =ca,

d(sy,s2)+1 sicy #ca, 3.1

d(sici,5202) = {

La dimension intrinseca de esta base de datos es de 12.
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3.2. Descripcion de los Algoritmos

En esta parte haremos un breve analisis general de los algoritmos exis-
tentes. El orden en el que mostraremos estos algoritmos serd de acuerdo a la canti-
dad de memoria que emplean(de mayor a menor). Explicaremos, para cada algorit-
mo, qué informacién almacena y cémo la utiliza para descartar elementos durante
la consulta. La mayoria de los ejemplos presentados en esta seccién fueron toma-
dos de [17].

& AESA Approximating Eliminating Search Algorithm [42].

. 2 .
Este algoritmo almacena todas las 5 distancias entre los elementos

de la base de datos. Es de lejos el algoritmo que menos evaluaciones de distancia
realiza, pero sélo es aplicable a bases de datos muy pequeiias (del orden de algunos
miles). Una caracteristica importante es que el algoritmo elige de manera dindmica
los pivotes. Estos deben ser idealmente aquellos que en cada iteracién se vayan
aproximando a la consulta g. Para aproximarse a esto se utiliza la desigualdad
triangular y los pivotes empleados hasta el momento. Este algoritmo es interesante
pues fue el primero que toma en cuenta a la consulta para elegir cudles y cuintos
pivotes usar.Una ventaja de AESA sobre los algoritmos tipicos de pivotes, es que
los elementos escogidos como pivotes en cada iteracion son parte del conjunto no
descartado hasta ese momento. Aunque procesar este conjunto es principalmente
su mayor costo durante la consulta, una propuesta para reducirlo es ROAESA (Re-
duced Overhead AESA) [Vil95]. El cual mantiene el mismo célculo de distancias
que AESA, pero seleccionan el proximo pivote de un subconjunto mas pequefio de
la base de datos.

En la figura 3.2 se muestra un ejemplo de la primera iteracion de AE-
SA.

& t-Spanner [39, 38] .

En este algoritmo se utilizan algunas distancias entre los elementos de
la base de datos para construir un grafo. Cada u € U representa un vértice en el gra-
fo, y las distancias entre pares de objetos son las aristas. Con la estructura formada
se pueden acotar las distancias reales usando caminos minimos. A la distancia esti-
mada con el grafo la llamaremos D¢ . La principal caracteristica de este algoritmo
es que garantiza que d(u,v) < Dg(u,v) <t d(u,v), donde t > 1 es un pardmetro de
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OulS

Figura 3.2: Ejemplo de la primera iteracion de AESA. Los elementos entre los dos
anillos serdn los candidatos en la segunda iteracion.

construccion. El indice intenta almacenar las minimas distancias necesarias para
garantizar la condicién sobre ¢. El espacio utilizado por el indice es empiricamen-
te O(n(”%)) . Cada vértice guarda informacién de las aristas y los elementos
conectados a él. Para responder una consulta, este como una simulacién de AESA
usando menos espacio.

& GNAT Geometric Near-neighbor Access Tree [7].

En un GNAT de aridad m, se seleccionan m centros pj...p,, , y se define
Ui=ueU|d(p;u) <d(pj,u), para todo j # i. Esto es, U; son los elementos mds
cercanos a p; que a algun otro p; . El espacio requerido es O(nm?) pues e almacena
para cada nodo una tabla rango j, = [minwev;)(pi, u), max,ev,(pi,u)], es decir, las
distancias minimas y maximas de cada centro a los otros U ;.

Durante la busqueda, una consulta ¢ se compara contra algiin centro p;
y se descartan otros centros p; tales que d(q, p;) mas menos r no intersecte rango; j,
de modo que es posible descartar todo el subdrbol U; por la desigualdad triangu-
lar. Este proceso se repite tomando otro centro aleatorio hasta que no queden mas
centros por seleccionar. La buisqueda contintia recursivamenteen los subarboles no
descartados. El primer nivel de un GNAT puede verse en la figura 3.3
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u2 u5u3 u9

AN\

ul2ulo  ullul5u7ul u4 u6u8ul4ul3

us
Figura 3.3: Ejemplo del primer nivel de un GNAT con m=4

& LAESA Linear AESA [32].

Basicamente este algoritmo es AESA ocupando menos espacio. Los
autores proponen utilizar s6lo un subconjunto de k pivotes fijos, por lo tanto la
memoria utilizada se reduce a O(kn) en lugar de o(n?) que utiliza AESA. En este
conjunto de k elementos se busca el mejor pivote en cada iteraciéon. Una versién
mejorada de LAESA fue implementada en un 4rbol llamado Tree LAESA (TLAE-
SA) [31, 40], el cual resuelve las consultas con un costo sublineal aunque duplica
en promedio, los célculos de distancia. En [34] los autores muestran una extension
de LAESA para encontrar los K vecinos mds cercanos (K-LAESA).

& FQT Fixed-Queries Tree, FHQT Fixed Height FQT [3] y FQTrie
[10].

FQT es un indice disefiado para espacios discretos y su proceso de
construccion es el siguiente. Tomamos un conjunto de k pivotes, inicialmente, con
el pivote p; , y para cada distancia i >0 determinamos el subconjunto de objetos
que se encuentran a distancia i de p;. Para cada subconjunto no vacio se genera
una rama con etiqueta i. En cada hijo, con los elementos en éste, se crea un FQT,
tomando como raiz el siguiente pivote p, . Nétese que todos los subarboles de un
mismo nivel usan el mismo pivote como raiz, la altura del arbol es de tamafio k.
La informacion de los elementos de la base de datos estd almacenada en las hojas.
Para una consulta ¢ y un radio r, se calcula la distancia de ¢ hacia la raiz p; , y se
descartan aquellas ramas cuya etiqueta i ¢ [d(q, p1) - .d((g, p1) +r] . Se desciende
por las ramas que no fueron descartadas aplicando el mismo procedimiento.

% FQA Fixed-Queries Array [16, 15].
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Este indice no es propiamente un arbol, sino s6lo una representacion
compacta del FHQT. Imagine que se tiene construido un FHQT de altura 4. Si se
recolectan las hojas de ese arbol de izquierda a derecha y se colocan los elementos
en un arreglo, el resultado es un FQA. Para cada objeto se tienen /& niimeros que
representan las ramas del arbol desde la raiz para llegar a las hojas. Cada uno de
estos & ndmeros se codifica en b bits y es posible representar los h nimeros de cada
objeto en un niimero, concatenando los bits de cada distancia. As{ los primeros b
bits m4s significativos en realidad representan la distancia de la raiz al primer nivel
del arbol, los siguientes b bits representan el siguiente nivel y asi sucesivamente.

Como resultado el FQA estd almacenado en un nimero de hb bits.
La ventaja de este indice es que usa menos memoria, O(nhb) bits, para obtener
los mismos resultados que el FHQT. Este indice es importante porque reduce la
memoria usada, y por lo tanto permite incrementar el nimero de pivotes, teniendo
mejor desempeifio en la biisqueda. Estos cuatro indices, FQT, FHQT, FQTrie y
FQA, usan el mismo criterio para descartar elementos, de hecho si se emplearan
los mismos pivotes, los primeros tres indices resolverian la consulta con los mismos
célculos de distancia. La diferencia es el tiempo extra de CPU, siendo el FQTrie el
mads rapido.

En la figura 3.4 se muestra un pivote pi; y la definiciéon de las zonas
dadas por las distancias. Cada circulo indica que los elementos ahi estdn al menos
a esa distancia.

& BKT Burkhard-Keller Tree [8].

Este indice esta disefiado para funciones de distancia discretas. El pro-
ceso de construccion es igual que el FQT, la diferencia es que el pivote es distinto
en cada nodo del 4rbol, y se selecciona del conjunto de elementos en su subarbol.
Con esto, el pivote es mds local al conjunto que indexa y filtra mejor.

En este indice cada pivote p conoce las distancias a sus hijos, es decir,
hay muchos pivotes pero cada uno sélo conoce un subconjunto de todas las dis-
tancias. Con esto se logra ocupar O(n) espacio, ain teniendo muchos pivotes. El
algoritmo de consulta es esencialmente el mismo que para el FQT. Cuando llega
una consulta ¢, se mide la distancia al elemento de la raiz (que ahora es distinto
en cada nodo ain en el mismo nivel) y se descartan aquellas ramas cuya etiqueta

i ¢[d(q,p)-r,d(q,p)+r].

En la figura 3.5 se muestra cémo quedaria la base de datos de la figura
3.4 para cada uno de los indices explicados (FQT, FQA, BKT, FQHT).
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Figura 3.4: En la figura se representan las zonas definidas por un rango de dis-
tancias. La consulta (representada con un cuadrado) intersecta 3 zonas. En ellas

deberan buscar de manera secuencial.

BKT
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Figura 3.5: Ejemplo la construccion de los indices FQT, FQA, BKT y FQHT [17]
para el ejemplo de la figura 3.4.

3 U2
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& VPT Vantage Point Tree [41].

Este indice fue disefiado para funciones de distancia continuas. E1 VPT
es un arbol binario; el elemento en cada nodo interno se selecciona de manera
aleatoria entre los elementos del subarbol, el criterio de divisién es la mediana
M del conjunto de todas las distancias en el subarbol. Una propiedad interesante
de esta estructura es que cada elemento s6lo almacena informacién para saber si la
distancia es mayor que M o menor igual a M. La desventaja es que habra elementos
que no fueron descartados tempranamente por no contar con la informacién exacta.

En la figura 3.6 se presenta la construccion del VPT (lado izquierdo un
nivel), lado derecho 3 niveles. El circulo del lado izquierdo representa la distancia
a la mediana de los datos.

Figura 3.6: Ejemplo del algoritmo VPT cuya raiz es u;; . El circulo en el lado
izquierdo representa el radio M usado para construir el drbol.

& MVPT Multi Vantage-Point Tree [6].

Este indice es una extension al VPT. Se construye un arbol m-ario
usando m — 1 percentiles uniformes en lugar de sélo la mediana. Los autores mos-
traron ligeras mejoras al VPT. La memoria utilizada sigue siendo O(n), pues los
elementos son almacenados en las hojas. Nétese que los pivotes de este algoritmo
también indexan s6lo a un subconjunto de elementos, pues son tomados del con-
junto de objetos en el subarbol al que pertenecen. Las mejoras reportadas requieren
muchos elementos por nodo,lo que hace muy costoso el recorrido en el 4rbol por
mds de una rama.

& VPF Excluded Middle Vantage Point Forest [46].

Este indice es otra generalizacion de los VPT, y estd disefiado para
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responder consultas con un radio limitado (bisquedas de los vecinos mds cercanos
dentro un radio). El método consiste en excluir, para cada darbol, los elementos
que se encuentren en las zonas concentradas. Con los elementos no excluidos se
construye un VPT. Con los elementos que fueron excluidos se repite el proceso y
se forma un segundo arbol, y asi sucesivamente, hasta formar un bosque. Cuando
se tiene una consulta se busca sélo en aquellos drboles que tienen interseccién con
la bola de la consulta.

& MT M-Tree [18].

Los objetivos de este algoritmo son reducir el nimero de célculos de
distancia para responder las bisquedas por proximidad, ser dindmico, tener un buen
desempefio en operaciones de //0. Los autores proponen la construccién de un
arbol, donde se escoge un conjunto de objetos representantes, y cada uno forma un
subdrbol con los elementos cercanos a €. La estructura tiene una cierta semejanza
con un GNAT donde los elementos cercanos a un representante son colocados en un
subdrbol. La principal diferencia de este algoritmo estd en cémo son insertados los
elementos: en el M-Tree se insertan siempre en el “mejor” subdrbol, no siempre en
el més cercano como es el caso del GNAT. Los autores consideran mejor subdrbol
aquel con menor expansién en su radio de cobertura al insertar un elemento. Los
elementos son almacenados en las hojas y cuando éstas llenan su capacidad se
produce una separacién en dos nodos y un elemento es promovido hacia el padre,
como en el B-tree o un R-tree [28].

& LC List of Clusters [14, 13], iDistance Indexing the Distance
[47].

Estos indices tienen muy buen desempefio en dimensiones altas. El
algoritmo de construccién (en ambos) consiste en seleccionar un centro ¢ y agrupar
sus m elementos mds cercanos. El conjunto restante aplica el mismo proceso hasta
que todos los elementos hayan sido agrupados. Cada centro almacena un radio
de cobertura, que después es usado para descartar elementos en una consulta. El
espacio que ocupa la estructura es O(n). Los autores en LC emplean dos criterios
para agrupar a los elementos: fijando en m el nimero de elementos més cercanos,
o usando un radio de tolerancia. Los mejores resultados los obtuvieron cuando
limitan el nimero de elementos mds cercanos.
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&BST Bisector Tree [29].

Es un arbol binario que se construye recursivamente. Para cada nodo
del arbol se eligen dos centros c; y ¢, . Los objetos mds cercanos a c; que a ¢, se
insertan en el subdrbol izquierdo, y los objetos més cercanos a ¢, se colocan en el
subdrbol derecho. Para ambos centros se almacena la informacién de su radio de
cobertura respectivo, al que representaremos por r.; y r.» . La memoria utilizada
es O(n), pues cada elemento almacena informacién de la cercania a su centro.

& GHT Generalized-Hyperplane Tree [41].

Es idéntico en construccién a un BST. Sin embargo, el algoritmo uti-
liza los hiperplanos como condicién para descartar ramas del drbol, en lugar del
radio de cobertura. El espacio requerido por esta estructura es O(n). La construc-
cién de este arbol y de un BST se puede ver en la figura 3.7, donde u;,us son los
centros escogidos.

u2us

ul2u6ulOu4u8u9 u3u7ullulSul4ululz

Figura 3.7: Ejemplo del primer nivel del BST o GHT. En este caso, note que para
la consulta g deben revisarse ambos subdrboles.

& VT Voronoi Tree [20].

Este algoritmo es una mejora al BST. El VT tiene 2 6 3 elementos por
nodo. Cuando se crea un nuevo nodo, se insertard en aquél elemento mas cercano
que pertenece al padre. Este algoritmo tiene la propiedad de que el radio de cober-
tura se reduce a medida que se desciende por el drbol. Los autores muestran que el
VT es superior y mejor balanceado que el BST. El espacio requerido es O(n) pues
los pivotes indexan localmente.

22



3.3. COMPARACION

CAPITULO 3. ESTADO DE ARTE

& SAT Spatial Approximation Tree [37, 36].

Este algoritmo no usa centros para separar la base de datos, sino la
aproximacion espacial. Se selecciona un elemento p como raiz del arbol y a éste

se conectan todos los vecinos en U tales que estdn mds cerca a p que a otro vecino.
Los demds se insertan en su vecino mds cercano. El algoritmo es recursivo para los

elementos que se van insertando en cada vecino. La cantidad de memoria utilizada
es O(n) pues cada elemento almacena cudles son sus vecinos y a qué distancia

se encuentran. La figura 3.8 muestra un SAT construido y la linea marcada es el
recorrido que haria para conocer el vecino mas cercano de la consulta dada q.

Figura 3.8: Ejemplo de un SAT. El recorrido que se sigue para esa consulta se
muestra en la figura con la linea més oscura,

3.3. Comparacion del Estado del arte

Es importante resaltar como los algoritmos expuestos usan las distan-
cias precalculadas, y guardadas en el indice, al momento de realizar consultas por

proximidad. De esta manera, algunos elementos de la base de datos serdn descar-

tados sin que se mida su distancia contra la consulta y asi se reduciran los calculos
de distancia para responder las consultas.

La comparacién entre todos estos algoritmos es evidente al notar que
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mientras AESA usa toda la matriz de distancias, el resto de los algoritmos tratan de
acercarse lo mas posible al desempefio de AESA pero almacenando mucha menos
memoria. La manera de usar menos memoria es almacenando sélo unas columnas
de esa matriz (algoritmos pivoteros), algunas dreas 6 manteniendo cotas inferiores
y/o superiores (particiones compactas). Otra comparacién es que en AESA no exis-
ten comparaciones externas, como en el resto de los algoritmos, pues el préximo
pivote siempre es seleccionado de la lista de candidatos.

En el caso de los algoritmos basados en pivotes, se ha demostrado [2,
4] que existe un nimero 6ptimo de pivotes para usarse en el indice. La desventaja
es que ese nimero puede no ser alcanzable por falta de memoria (incluso en bases
de datos de tamafio moderado).Por lo tanto, optimizar la memoria que ocupan los
algoritmos en el indice permite acercarse al nimero 6ptimo de pivotes y tener el
mejor rendimiento posible.

Durante el andlisis de los distintos algoritmos se mostraron caracte-
risticas diversas, que son importantes para comprender por qué nuestro interés en
usar los indices centrados en los datos para optimizar la memoria ocupada.

Objetos representativos (OR) Fijos Algunos indices primero esco-
gen los OR y en base a ellos se construye la estructura de su indice.

De cada subconjunto. Significa que, después del primer particiona-
miento (zonas o subdrboles), los OR son seleccionados de los elementos que per-
tenecen a cada particion para continuar recursivamente el proceso.

Todos OR. Algunos algoritmos usan todos los objetos como OR, co-
mo AESA.

Durante la fase de consulta, este criterio refleja el tipo de informacién
que se empleard en el recorrido del indice. En el caso de los fijos se compara la
consulta contra todos los OR, y ésta es toda la informacién que se usard durante
el recorrido por el indice, sin que alguna distancia extra calculada en el proceso
agregue mas informacién. De antemano se sabe contra quién se comparara la con-
sulta. En el caso De cada subconjunto, de acuerdo a la naturaleza de la consulta,
ésta se comparara contra diferentes OR y cada comparacién ird contribuyendo al
proceso de bisqueda. Finalmente, en el caso Todos OR, sucede algo similar al caso
anterior, la diferencia radica en que cualquier elemento de la base de datos puede
ser un OR.

Cabe destacar que una gran mayoria de los algoritmos presentados
selecciona sus OR de manera aleatoria. Asimismo, en ninguno de los algoritmos
se puede pertenecer a dos subarboles o agrupaciones a la vez.

Algunos algoritmos presentados pueden mejorar su rendimiento usan-
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do mds memoria. El caso limite es AESA pues requiere toda la informacién de las
distancias disponible para la bisqueda.

Algunos indices fueron omitidos, debido a que su desempefio es muy
semejante a otro, por ejemplo, el FQT, FHQT y FQTrie con respecto al FQA; o
porque son casos particulares de otro algoritmo, por ejemplo, VPT, MVPT del
VPEF, el BST, GHT del GNAT.

3.3.1. Algoritmos Inexactos

La parte anterior fueron los algoritmos exactos los cuales recuperan
correctamente los elementos de la base de datos que se encuentran en la bola (g, 7).
Se hard una descripcion de los algoritmos inexactos para espacios métricos. Este
tipo de algoritmos relaja la precisién de la consulta y con esto gana velocidad en
los tiempos de respuesta [44, 43, 40]. Esto generalmente es razonable en muchas
aplicaciones debido a que modelar como espacios métricos ya involucra una apro-
ximacién a la respuesta verdadera y por lo tanto podria ser aceptable una segunda
aproximacion durante la bisqueda.

Adicionalmente a la consulta se especifica un pardmetro de precision e
el cual controla cudl lejos (o relajada) se quiere la respuesta de la solucién correcta
a la consulta. Un comportamiento razonable para este tipo de algoritmos es una
tendencia asintética a la respuesta correcta cuando € tiende a cero y complemen-
tariamente acelerar el algoritmo, perdiendo precisidn, a medida que € mueve en la
direccién contraria. De esta manera, la precision esta perfectamente.

Esta alternativa para la bisqueda por similaridad exacta es llamada
bisqueda por similaridad inexacta, y abarca los algoritmos aproximados y proba-
bilisticos. En [45] se presentan algunos algoritmos inexactos para la bisqueda por
similaridad.

& Aggressive Pruning [46].

Este es un algoritmo probabilistico para espacios vectoriales. La es-
tructura es muy semejante a un KD-Tree, usando un “recorte agresivo de hojas”
para mejorar el desempefio. La idea es incrementar el niimero de ramas filtradas (o
recortadas) a expensas de perder algunos candidatos en el proceso. Este proceso es
controlado, de esta manera, siempre se conoce la probabilidad de éxito. La estruc-
tura de datos es 1til s6lo para encontrar vecinos mds cercanos en un radio limitado,
esto es, vecinos mds cercanos dentro de una distancia fija a la consulta.
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* M(, Q) [19].

Este es un ejemplo de un algoritmo probabilistico para espacios mé-
tricos generales. La intencidn original es construir una estructura de datos como
la de Voronoi para un espacio métrico. En general esto no es posible porque no
existe suficiente informacion de las caracteristicas de las futuras consultas. Para
solucionar este problema, los autores seleccionaron entre las consultas un ““ con-
junto de entrenamiento ” y construyen una estructura de datos capaz de responder
correctamente solo las consultas que pertenecen al conjunto de entrenamiento. La
idea es que con esto sea posible resolver consultas arbitrarias con alta probabili-
dad. Bajo algunas suposiciones en la distribucién de las consultas, mostraron que
la probabilidad de no encontrar el vecino mas cercano es O((log n)2/«a), donde «
es un pardmetro que permite controlar la probabilidad de falla. La estructura ocu-
pa O(anp) espacio y O(aplog n) tiempo de busqueda. Aqui p es el logaritmo del
radio entre los pares de puntos mds alejados y mds cercanos en la unién de U y del
conjunto de entrenamiento.

& Streching [15].

Este algoritmo estd basado en “reducir” la desigualdad triangular. La
propuesta es general, aunque los autores la mostraron para los algoritmos basados
en pivotes. La idea es reducir el radio de biisqueda por un factor 3, que debe crecer
cuando el espacio se vuelve més dificil (cuando la dimension intrinseca aumenta).

& Algoritmo Probabilistico [9].

Los autores proponen dos técnicas probabilisticas. La primera es un
adaptacioén al algoritmo de bisqueda de vecinos mds cercanos priorizando el back-
tracking para los algoritmos basados en pivotes, y la segunda usa el ranking de
zonas para algoritmos basados en particiones. La segunda técnica mostré un mejor
desempeio que la primera en dimensiones altas.

La idea esencial en este tipo de algoritmos consiste en ordenar la ba-
se de datos con algin criterio propicio y comparar los elementos en ese orden. El
criterio para no comparar mds elementos se establece generalmente usando heu-
risticas. El caso ideal en estos algoritmos es que los primeros elementos del orden
establecido en la base de datos sean la respuesta correcta, en el caso de los K veci-
nos més cercanos.
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& AK-LAESA [35].

Este algoritmo es una extensién al algoritmo exacto LAESA para en-
contrar los K vecinos mds cercanos. Basicamente tiene dos modificaciones, la pri-
mera consiste en proponer un orden en el que los elementos deben ser comparados.
La segunda modificacién es que los autores detienen las comparaciones cuando
L., > dyy , donde dyy es la distancia al vecino mas cercano,

& M(U, Q) [19].TLAESA Aproximado [40].

Este algoritmo aproximado mejora LAESA recorriendo un arbol de
caminos multiples por la mejor rama. La prioridad de una rama esta dada por L,
y la condicién para podar una rama es que Lo, > @dypin , donde d;;, es la distancia
al vecino més cercano encontrado, y 0 < @ < 1 es un pardmetro para controlar la
aproximacion de la consulta a la respuesta correcta.

En fin existen varias propuestas para biisquedas inexacta las cuales
son:

Aproximada. En este tipo de biisquedas el usuario define un valor
0 <e< 1 que indica qué tan relajada acepta una solucién respecto a la respuesta
correcta. Muchos algoritmos exactos usan esta estrategia para conseguir mejorar
su desempefio a cambio de perder precision.

Probabilistica. Otra forma de bisqueda inexacta son los algoritmos
probabilisticos donde se especifica la probabilidad de error en la respuesta. Una
variante de este tipo de algoritmos son los basados en ordenamientos. En este tipo
de heuristicas se propone un orden (por promisoriedad) en que deben ser com-
parados los elementos de la base de datos. La idea es identificar rapidamente los
elementos prometedores y a medida que se degrade la calidad de la respuesta dejar
de comparar elementos en la base de datos.

En la figura 3.9 se muestra graficamente la diferencia entre un algorit-
mo exacto y uno probabilistico.

3.4. Algoritmo Basado en Permutaciones

Esta propuesta se basa en modificar uno de los indices mas recientes
en esta drea, los algoritmos basados en permutaciones. Los autores en [11, 12]
presentaron la propuesta de indice basado en los datos. La idea general es: cada
elemento de la base de datos guardard el orden (creciente) en que se encuentran los
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EXACTO PROBABILISTICC

d(p.q)-rB

Figura 3.9: : Diferencia entre un algoritmo exacto y uno aproximado, ambos desa-
rrollados para un algoritmo basado en pivotes.

objetos representantes.

Formalmente, sea P = {py,..., px} un conjunto de objetos representan-
tes al que llamaremos permutantes, donde P C U. Cada elemento u € U calcula
su distancia al conjunto de permutantes, esto es d(u, p1),...,d(u, pr) y las orde-
na de manera ascendente. u guardard este orden conservando solo el nimero de
permutante, las distancias se descartan. A esto se le llamard permutacion, I1,,. Por
ejemplo, I, = {3,2,4,5, 1,6}, significa que el permutante p3 estd mas cerca de u
que cualquier otro permutante. Este fase se conocera como preprocesamiento.

La ventaja de esta técnica de permutaciones es que es posible obtener
répidamente un alto porcentaje de la respuesta correcta, lo que da como resultado
un algoritmo probabilistico.

Intuitivamente, si dos elementos u y v son cercanos entre si, sus permu-
taciones seran similares. En particular, si dos elementos u, v son tales que d(u,v) =
0, las permutaciones I1,yII, serdn iguales. Basdndose en esta observacion se quiere
revisar primero aquellas permutaciones con mayor semejanza de la consulta, espe-
rando que las permutaciones sean un buen predictor de cercania entre elementos.
Por lo tanto, el objetivo de esta técnica es identificar a los elementos mas cercanos
entre sf usando la semejanza entre las permutaciones.

Al momento de la fase de consulta, calculamos I, para la consulta g
sobre el mismo conjunto P. Luego, para saber en qué orden revisar los elementos,
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ordenamos los I1,,, u € U de mayor a menor similaridad con respecto a Il . De esta
forma, esperamos que los elementos con permutaciones muy similares a I, estén
espacialmente cerca de g, y sean los mds cercanos a la consulta.

Como medida de similaridad entre permutaciones los autores propu-
sieron usar Spearman Rho [22], 1a cual esta denotada por S ,(I1,,I1,). S, es la suma
de los cuadrados de las diferencias en las posiciones relativas de cada elemento en
las dos permutaciones. Para cada p; € P calculamos su posicion en II, y IT,, es-
to es por medio de su permutacién inversa, IT, ' (p;) y H,;l(p,-), respectivamente.
Formalmente

k
Sp(y, 1) = | Y I =TT, P (3.2)
i=1

Una alternativa con desempefio semejante es Spearman Footrule. For-
malmente, esta funcion es:

k
Sp(My, 1L = ) I~ 1| (3.3)

i=1

La principal diferencia es la potencia de la diferencia que calcula
Spearman Rho, note que Spearman Footrule no realiza este cdlculo ni la raiz cua-
drada.

Recientemente se han propuesto diferentes modificaciones a la técnica
de permutaciones, por ejemplo, en [1] los autores proponen un indice invertido
para conocer las permutaciones semejantes con un costo minimo de la distancia de
Spearman footrule.

Otras propuestas han variado desde: propuestas de seleccién de per-
mutantes [24], o considerar grupos de permutantes en lugar de usar solo uno fue
propuesto en [33], incluso propuestas de generar un suffix tree para indexar las
permutaciones puede verse en [21].

Las propuestas mas recientes de este indice son: FQT basado en per-
mutaciones [27], en [26] proponen usar mas informacién discretizada sobre las
distancias que no se almacenan. Cada algoritmo de estos estdn basados en Sper-
man Footrule o en Spearman Rho.
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Ejemplo de la Técnica Basada en Permutaciones

En la figura 3.10 se muestra un ejemplo de las dos fases de un algorit-
mo basado en permutaciones; la fase de preprocesamiento (lado izquierdo) y la de
consulta (lado derecho). En la fase de preprocesamiento se calculan las permuta-
ciones para todos los elementos de la base de datos. En la fase de consulta, primero
se calcula la permutacion para g. Los elementos son ordenados respecto a la simila-

ridad entre permutaciones (usando S, ) y finalmente comparados secuencialmente
en ese orden (primero ug , luego ujg , etc.).

@) P2
u3 ul2 ¢ ulo
4
[ ] o P
3 p4p2p3pl u2 ul
u7 O
P @)
u
° ulo
P @) s
p4p2pip3 |
ull 6
u7 " bl
(@] le) W L@} us
3
Sp}plp: pipip3p2 ppip2p3 0 ¢ O
uld p2plpdp3
plpip2p3
uls Permutaciones ordenadas
ul respecto a la consulta
plp2d @
65 pl T Elem pi sp
pIpdp3p2 ul3 ué pdplp2p3 0
o 8 ulo p4p2plp3 2
plpdp2p3
ull piplp3p2 2
Ip2pdp3
PIp=pep. ul3 plpdp2p3
e PIpdp2p3 7
uls pIpdp2p3 2
u5 plpdp3p2 4
T pip3plp2 3
s plp2pip3 [
ul2 pp2p3pl 6
) P2pTpap3

Figura 3.10: Ejemplo de las dos fases de un algoritmo basado en permutaciones.
Las permutaciones fueron ordenadas por valor de S, respecto a la permutacion de

la consulta.
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31



Capitulo 4

Otras Medidas de Disimilaridad
entre Permutaciones

En este capitulo se presenta la propuesta de este trabajo. Como se men-
ciond en el capitulo anterior, todo el estado del arte de los algoritmos basados en
permutaciones utilizan Spearman Footrule 3.3 o Spearman Rho 3.2, vistos en el ca-
pitulo 3, seccién 3.4. Actualmente no existe ninguna otra propuesta para modificar
la forma de comparar las permutaciones, y ésta es la idea central de este trabajo.

4.1. Idea Principal

Dado que buscamos permutaciones similares, por ser una buena refe-
rencia sobre el espacio que indexan, para esta propuesta nos basaremos en que tanto
se mueve un permutante en dos permutaciones a compararse. La motivacién de esto
es que si un elemento tiene como permutante mas cercano al p;, y la permutacién
de la consulta tiene a ese permutante como el mas alejado de todos, significaria
que este elemento u es poco promisorio para ser parte de la respuesta. En nuestra
propuesta esta inversion serd penalizada con mayor valor.

Por otro lado, imagine que u tiene dos permutantes en este orden p;, p;,
y que la consulta g los tiene en este orden p;, p;. Con esta inversion no refleja si es
promisorio o no dicho elemento. En nuestra propuesta esta inversion deberia tener
una penalizacién con menor valor.

Con esta propuesta pretendemos, penalizar las inversiones grandes
(i.e. la diferencia de posiciones de un elemento en dos permutaciones) y no castigar
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tanto las inversiones pequefias.

4.2. Medidas de Disimilaridad Propuestas

En esta seccion daremos formalmente nuestra propuesta, sea la fun-
cién f:

k
F,, L) = 3 T 4.1)

i=1

Note que en la ecuacion 4.1 introducimos una variable @ que nos per-
mitird penalizar las inversiones grandes.

Definiremos :

@i = I, () — 11, (i) (4.2)

Reescribiendo la ecuacién 4.1, tendriamos:

k
fg L) = " B (4.3)
i=1

Nuestra propuesta consiste en evaluar phi y dependiendo del valor,
penalizar o no. Para medir este valor se usard un umbral p.

Considerando un Umbral yu parapy a =2

Esta medida consiste basicamente de la ecuacién 4.3, evaluando a = 2,
para un valor de ¢ mayor de umbral determinado experimentalmente.

e sio>u
BF{ b (4.4)
$i SLQ=H

Considerando un Umbral ; para ¢ y @ =logo¢

Esta medida consiste de la ecuacion 4.3 darle los pardmetros parecidos
a la anterior es decir si ¢ es mayor a un umbral u, entonces « seria log;q(¢).
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log;(¢:) .
. Sl >
Bi = {“”’ voH (4.5)

@i Sig<u

Considerando un Umbral i para ¢ y @ = 2 sin centro

Esta medida de similaridad es muy parecida a la ecuacién 4.4 solo
que la diferencia es que en esta no tomamos en cuenta lo que quede en el centro
de la permutacion es decir afiadimos una nueva condicion, por ejemplo, sea Il =
{4,6,5,3,1,2}

I,=[ 46,53, 1,2 ] (4.6)

En este caso, vy seria eliminado de las permutaciones. La razén de qui-
tar a la parte central estd fundamentada en el histograma de las distancias de los
permutantes a los elementos de la base de datos. Necesariamente i deberia estar
entre los primeros o tltimos elementos de la permutacion.

e sie>u
Bi=¢ " . (4.7)
Yi SLYSH

Considerando un Umbral i para ¢ y a = log,( ¢, sin centro

Esta medida de similaridad es muy parecida a la presentada en la ecua-
cién 4.5 solo que al igual que en la anterior afiadimos la misma condicién para
descartar la parte central de las permutaciones

logo(¢i) .
(2 SLp > U
Bi ={ ' (4.8)

@i sig<p

En el siguiente capitulo presentaremos el desempefio de estas nuevas
medidas de disimilaridad
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Capitulo 5

Experimentacion

En esta seccidn presentaremos el comportamiento de nuestra propues-
ta de manera experimental. Primero comenzaremos con bases de datos sintéticas
generadas para controlar la dimensién y la cantidad de los datos, y después segui-
remos con bases de datos reales. La idea general es primero controlar los datos para
estudiar los pardmetros, y con este conocimiento pasar a las bases de datos reales.
Los parametros estudiados fueron: cantidad de permutantes usados y el valor del
umbral.

5.1. Bases de Datos Sintéticas

Para este tipo de bases de datos se generaron sintéticamente vectores
distribuidos uniformemente en el cubo unitario. La distancia utilizada fue la Eucli-
deana. Se generaron bases de datos con 100,000 objetos en distintas dimensiones
(32, 64, 128).

5.1.1. Dimension 128

La primera de las bases de datos usadas fue de dimensién 128.

En la fig: 5.1 podemos apreciar que en una dimensién alta a las me-
didas de similitud ya existentes (Footrule y SpearmanRho) son superadas por las
nuevas propuestas (@ =2,u > 15).
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d128 k=120
10000 | : ; ! . . |

i | | 3 S. Footrule ——

S. Rho
a=2, u=15 ---*---
s/c, =2, =18 g

log(e), u>24
s/c, log(g), u=15 - -@- -

1000 [

Distancias

NN

Figura 5.1: La cantidad de distancias que calcula variando los vecinos mas cercanos
en una dimencion de 128 con 120 permutantes.

5.1.2. Dimension 64

Otra base de datos sintética usada fue variando la dimension a solo 64.

Variando los Vecinos mas Cercanos

En la Figura 5.3 se muestra el comportamiento de las propuestas va-
riando el nimero de vecinos buscados en dimensién 64 con 57 permutantes. Note
que Spearman Rho tiene el mejor desempefio junto con usar log;y(¢) con u > 24.

En dimensién 64 usando solo 16 permutantes también se consiguen
buenos resultados como se muestra en la figura 5.2. Note que se tiene una ligera
mejoria respecto a la técnica original.

Las figuras 5.4, 5.5, 5.6, 5.7, 5.8 y 5.9 muestran el comportamiento
de las nuevas propuestas en dimensioén 64 variando la cantidad de permutantes
utilizados. Note que la mejor estrategia es usando @ =2y u entre 15 y 27. El valor
del umbral esté directamente relacionado con la cantidad de permutantes usados.
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Distancias

d64 k=16

45000 T T T T T T
QO000 [ s ,
4
35000 [ T
30000 [ T
25000 [ T
20000 e 2 S.Fgonub —
. Rho
15000 =2, p>3 ---%--- |
s/Cc, a=2, u=>3 —v—
10000 (5t log(p), u=3 —e - |4
s/c, log(¢), u=3
5000 | | | I I I
1 2 3 4 5 6 7 8

NN

Figura 5.2: La cantidad de distancias necesarias para encontrar vecinos mas cerca-

nos en una dimencion de 64 con 16 permutantes.

Distancias

dé4 k=57

10000 ¢

1000

S. Footrule
S. Rho

=2, u=24 ---

s/c, =2, u>24
log(9), u>24

Figura 5.3: La base de datos de vectores variando la cantidad de vecinos mas cer-

canos.
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d64 k=84
1000 ! ! ! ! ! T

100

Distancias

S. Footrule —+—

S. Rho
o=2, u>15 ---%---
s/c, a=2, u>18 —v—
log(¢), pu=18 ---o- -

1 0 | | | T T T
1 2 3 4 5 6 7 8

NN

Figura 5.4: La base de datos de Vectores calculando la cantidad de distancias va-
riando los 8 vecinos mas cercanos en una dimension de 64 con 84 permutantes.

d64 k=93
1000 T T T T T T

()
@
(&)
N T i N R T s
8
o0
a
S. Footrule —+—
S. Rho
a=2, u=15 ---*---
s/C, =2, Pu>24 -
log(e), u=27
10 ! I i I ; :
! 2 3 4 5 6 7 8

NN

Figura 5.5: La base de datos de Vectores calculando la cantidad de distancias va-
riando los 8 vecinos mas cercanos en una dimension de 64 con 93 permutantes.
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d64 k=102
1000 ¢ T T T T T T

()
g : o’ : : : :
e el | | 3 3
s 100 ¢ gL ; e e o ]
-(£ o p i i i 1
a
S. Footrule —+— |]
S. Rho
o=2, u>15 ---%---
s/c, =2, u>27
log(p), n=27
10 | | | I I I
1 2 3 4 5 6 7 8

NN

Figura 5.6: La base de datos de Vectores calculando la cantidad de distancias va-
riando los 8 vecinos mas cercanos en una dimension de 64 con 102 permutantes.

Variando el Numero de Permutantes

En las siguientes graficas se fijo el nimero de vecinos a recuperar y
se variaron la cantidad de permutantes. Véanse las figuras 5.10 (para 1NN), 5.11
(para 2NN), 5.12 (para 4NN) y 5.13 (para 8NN). Note que en general se mejora
el nimero de célculos de distancia cuando incrementa la cantidad de permutantes.
En esta dimensién la propuesta que hace la menor cantidad de distancias es usando
a=2.

5.2. Bases de Datos Reales

En esta seccién se muestra el desempefio de la propuesta en bases de
datos reales. Se presentardn 2 bases de datos reales: un histograma de colores de
imdgenes obtenidas (la llamaremos COLORSs) y otra base de datos con imagenes
de la NASA. En cada seccién se dardn detalles de estas BD.
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d64 k=111
1000 p ! ! ! ! ! T
o I
@ i
e s
o C Y
° /
i S. Footrule —+— |1
F S. Rho 1
0=2, P>15 =%
s/c, a=2, u=27
log(9), u>27
10 | | | I I I
1 2 3 4 5 6 7 8

NN
Figura 5.7: La base de datos de Vectores calculando la cantidad de distancias va-

riando los 8 vecinos mas cercanos en una dimension de 64 con 111 permutantes.

d64 k=120
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s/c, =2, u=27
log(p), n=27
10 | | | T T T
1 2 3 4 5 6 7 8
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Figura 5.8: La base de datos de Vectores calculando la cantidad de distancias va-
riando los 8 vecinos mas cercanos en una dimension de 64 con 120 permutantes.
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d64 k=129
1000 ! ! ! ! ! !
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S. Rho
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s/c, =2, =27
log(p), n=27
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1 2 3 4 5 6 7 8
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Figura 5.9: La base de datos de Vectores calculando la cantidad de distancias va-
riando los 8 vecinos mas cercanos en una dimension de 64 con 129 permutantes.

d64 NN=1
1000 ! ! ! ! . | |
i | | 3 3 S. Footrule —+—
S. Rho
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Figura 5.10: Nimero de célculos de distancias para resolver 1NN en una Base de
datos sintéticas en una dimension de 64.
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d64 NN=2
1000 ¢ ; , ! ! , . .
- : : 3 5 S. Footrule —+—
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Figura 5.11: Numero de cdlculos de distancias para resolver 2NN en una Base de
datos sintéticas en una dimension de 64.
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Figura 5.12: Nimero de célculos de distancias para resolver 4NN en una Base de
datos sintéticas en una dimension de 64.

42



5.2. BASES DE DATOS REALES  CAPITULO 5. EXPERIMENTACION

d64 NN=8
10000 [ , , , , . . . ]
i 5 j 5 ‘ S. Footrule —+— |1
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Figura 5.13: Nimero de célculos de distancias para resolver 8NN en una Base de
datos sintéticas en una dimension de 64.

5.2.1. Histogramas de Colores

Esta base de datos consta de 112,682 histogramas de color, represen-
tados como 112 dimensiones vectores de caracteristicas. Este conjunto de datos se
obtuvo del espacio métrico del proyecto SISAP [25]. Elegimos 500 histogramas
aleatoriamente como conjunto de prueba, para consultas, y el resto como nues-
tra base de datos para indexar. En estos experimentos mostraremos que la métrica
Footrule y Spearman Rho se pueden mejorar.

Variando los Vecinos mas Cercanos
Como podemos apreciar en las Figuras 5.14, 5.15,5.16 y 5.17 se puede

mejorar las métricas existentes con la propuesta de log;(¢) y con u > 15. En estas
graficas se usaron 66 y 75 permutantes.
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colors k=66
10000 [ ) ) T T I I
' 5 5 5 S. Footrule —+—
S. Rho
0=2, u>3 ---*---
s/c, a=2, Pu>3 ---a---
log(¢), u=15

s/c, log(g), p>15 —&

1000 |

Distancias

100 | | | | | |

NN

Figura 5.14: La base de datos de Colores calculando la cantidad de distancias va-
riando la cantidad de vecinos a encontrar, con 66 permutantes.

colors k=75
10000 , , , . . .
i 5 5 5 S. Footrule —+—
S. Rho
=2, u=3 ---*---
s/c, a=2, u=3 ---a---
log(¢), u>15
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Distancias

100 | | | | | |

NN

Figura 5.15: La base de datos de Colores calculando la cantidad de distancias va-
riando la cantidad de vecinos a encontrar, con 75 permutantes.
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colors k=84
10000 [ ) ) T T I I
' 5 5 5 S. Footrule —+—
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1000 |
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100 | | | | | |
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Figura 5.16: La base de datos de Colores calculando la cantidad de distancias va-
riando la cantidad de vecinos a encontrar, con 84 permutantes.

colors k=120
10000 [ ! T T T . ,
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s/c, log(g), p=15 —&-—

1000
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Figura 5.17: La base de datos de Colores calculando la cantidad de distancias va-
riando la cantidad de vecinos a encontrar, con 120 permutantes.
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Variando el Numero de Permutantes

Como podemos apreciar en las Figuras 5.18, 5.19, 5.20 y 5.21 se pue-
den mejorar las métricas existentes con la propuesta de log;y(¢) y con u > 15. En
estas gréficas se buscaron 1, 2, 4 y 8 vecinos mas cercanos.

colors NN=1
1000 ! ! ! : . . |
3 | | S. Footrule —+— ||
S. Rho
0=2, u=3 ---%---
s/c, =2, U= ----a---
log(¢), u>15 ]
s/c, log(g), p>15 —&
o
C
8
@
[a)
100 ! | | | | | i

50 60 70 80 90 100 110 120 130
num permutantes

Figura 5.18: La base de datos de COLORs calculando la cantidad de distancias
variando la cantidad de permutantes a usar y buscando 1NN.

5.3. NASA

Este conjunto de datos consta de 40.150 vectores de caracteristicas en
R 20. Estos vectores de 20 dimensiones Los generadores se generaron a partir de
imagenes descargadas de la NASA !, se duplicaron los vectores eliminado Usa-
mos la distancia euclidiana para comparar los vectores de caracteristicas de esta
coleccién de imagenes.

1disponibles en (http://-www.dimacs.rutgers.edu/Challenges/Sixth/software.html
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Figura 5.19: La base de datos de COLORs calculando la cantidad de distancias
variando la cantidad de permutantes a usar y buscando 2NN
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Figura 5.20: La base de datos de COLORs calculando la cantidad de distancias
variando la cantidad de permutantes a usar y buscando 4NN
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colors NN=8
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Figura 5.21: La base de datos de COLORs calculando la cantidad de distancias
variando la cantidad de permutantes a usar y buscando 8NN.

Variando los Vecinos Mas Cercanos

En las Figuras 5.22, 5.23 y 5.24 se muestra el desempefio de la pro-
puesta al variar la cantidad de vecinos mas cercanos.

Variando el Nimero de Permutantes

En las Figuras 5.26, 5.27 y 5.28 se muestra el desempefio variando
la cantidad de permutantes y dejamos los vecinos fijos. Note que las propuestas
reducen la cantidad de distancias necesarias para resolver el problema.
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5.3. NASA

CAPITULO 5. EXPERIMENTACION

Distancias

S. Footrule —+— |1

S. Rho

(1=2, I,LZS R .

S/C, =2, P12 e
log(g), u=15

s/c, log(g), u=15 —-6-—

NN

6 7

Figura 5.22: La base de datos de NASA calculando la cantidad de distancias va-
riando la cantidad de vecinos mas cercanos con 75 permutantes.

Distancias
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S. Rho

=2, u=3 ---*---

s/c, 0=2, =12 -
log(9), n=15

s/c, log(g), p>15 —&

NN

5

6 7

Figura 5.23: La base de datos de NASA calculando la cantidad de distancias va-
riando la cantidad de vecinos mas cercanos con 84 permutantes.
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Figura 5.24: La base de datos de NASA calculando la cantidad de distancias va-
riando la cantidad de vecinos mas cercanos con 93 permutantes.
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Figura 5.25: La base de datos de NASA calculando la cantidad de distancias va-
riando la cantidad de vecinos mas cercanos con 102 permutantes.
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nasa NN=2
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Figura 5.26: La base de datos de NASA calculando la cantidad de distancias va-
riando la cantidad de permutantes con 2 vecinos mas cercanos.
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Figura 5.27: La base de datos de NASA calculando la cantidad de distancias va-
riando la cantidad de permutantes con 4 vecinos mas cercanos.
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Figura 5.28: La base de datos de NASA calculando la cantidad de distancias va-
riando la cantidad de permutantes con 8 vecinos mas cercanos.
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Capitulo 6

Conclusiones y Trabajos a Futuro

6.1. Conclusiones

La bisqueda es una operacién indisipensable en cualquier ambito. En
especial, en las ciencias de la computacidn, las biisquedas son el nicleo de distintas
dreas como: inteligencia artificial, biologia computacional, redes adhoc, etc. Las
bisquedas por similaridad o proximidad consisten en recuperar de una base de
datos aquellos elementos mas parecidos a uno de consulta.

En este trabajo se present6 una revision del estado del arte de los algo-
ritmos de busqueda por similaridad en espacios métricos. En particular se detalld
una técnica reciente conocida como algoritmos basados en permutaciones [12].

Los algoritmos basados en permutaciones consisten tomar un subcon-
junto de elementos, cada elemento restante, mide su distancia a dicho subconjunto
y lo ordena de manera ascendente. Este ordenamiento serd llamado permutacién.
Cabe mencionar que hasta hoy en dia solo existia una propuesta para medir la dife-
rencia entre permutaciones [12] esto es: Spearman Footrule o Spearman Rho. Esto
significa que cualquier algoritmo en el estado del arte de este tema usaba una de
estas medidas.

La propuesta de este trabajo consistié en modificar la medida de si-
militud entre permutaciones. En la tesis se presentaron 4 propuestas basadas en
penalizar qué tanto se desplazaba un elemento en ambas permutaciones. Las 4 pro-
puestas son:

= Elevar la diferencia al cuadrado, si es que la diferencia era mayor a un umbral
establecido.
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= Elevar la diferencia al logaritmo base 10 de esa diferencia, siempre que la
diferencia fuera mayor a un umbral dado.

= Elevar la diferencia al cuadrado siempre que el elemento no se encontrara en
el centro de la permutacion.

» Elevar la diferencia al logaritmo base 10 de esa diferencia siempre que el
elemento no se encontrara en el centro de la permutacién.

Posteriormente se analiz6 su desempefio de manera experimental. Las
bases de datos empleadas en la experimentacion fueron: un grupo de bases de datos
generadas sintéticamente en el cubo unitario de manera uniforme; el resto de las
bases de datos fueron obtenidas con datos reales: Colors (histogramas de imagenes)
y NASA (imédgenes de la NASA).

El desempeiio de nuestra propuesta fue competitivo en bases de datos
reales, en algunas se reduce en un 30 % el valor de las comparaciones necesarias
para resolver la consulta. Las bases de datos sintéticas muestran muy poca o nin-
guna mejoria.

6.2. Trabajo a Futuro

Las medidas presentadas en esta propuesta podrian mejorar todos los
algoritmos existentes que hayan sido basados en permutaciones. Como trabajo a
futuro se tiene:

= Implementar estas medidas de disimilaridad en propuestas de emplear gru-
pos de permutantes [33].
» Considerar usar estas medidas en indices como i1AESA [23].

= Implementar y experimentar si el indice invertido empleado en [1] puede ser
mejorado con las medidas de esta propuesta.
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