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Resumen

Este trabajo de tesis presenta una estrategia de optimizacién para un modelo de lenguaje
aplicado al andlisis de tweets basado en el conjunto de datos de la Tarea 1 del CLEF 2025
- “EXIST: Sexism Identification and Characterization in Tweets”. La estrategia propuesta
combina el poder de los modelos de lenguaje preentrenados, como RoBERTu, con algoritmos
genéticos (AGs) para la optimizacién de hiperpardmetros. La investigacién aborda tres
subtareas: (1) Deteccién binaria de sexismo en tweets, (2) Caracterizacién de la intencién
del emisor, y (3) Categorizacién del tipo de sexismo.

El enfoque metodoldgico incluye una fase de andlisis exploratorio de datos (EDA)
para comprender la estructura del conjunto de datos y la distribucién de clases, seguido de
la seleccion del modelo base y la definicion de los hiperparametros a optimizar. El disenio del
algoritmo genético involucra la representacion de individuos, la definicion de una funcién
de aptitud basada en el F'1-Score ponderado para las tres tareas, y la implementacién de
operadores genéticos para seleccién, cruza y mutacién.

La integracion de los AGs en el proceso de ajuste fino del modelo de lenguaje logré
resultados significativos, superando configuraciones tradicionales en todas las métricas eva-
luadas. La evaluacion del rendimiento se llevé a cabo mediante métricas tradicionales como
Precision, Recall y F1-Score, demostrando mejoras que van desde el 2.57 % hasta el 15.09 %
sobre métodos de ajuste fino estandar. Los hallazgos de esta investigacién fueron publica-
dos y presentados en el 2025 IEEE Central America and Panama Convention (CONCAPAN
XLIIT), demostrando el potencial de los AGs para mejorar el rendimiento de los modelos
de lenguaje en tareas complejas de andlisis de contenido en redes sociales.

Palabras clave: Optimizacién, Modelos de Lenguaje, Algoritmos Genéticos, RoBERTa, De-

teccién de Sexismo.






Abstract

This thesis presents an optimization strategy for a language model applied to tweet analysis,
based on Task 1 of CLEF 2025 - “EXIST: Sexism Identification and Characterization in
Tweets.” The proposed strategy combines the power of pre-trained language models, such
as RoBERTa, with Genetic Algorithms (GAs) for hyperparameter optimization. The re-
search addresses three subtasks: (1) Binary sexism detection in tweets, (2) Source intention
characterization, and (3) Sexism categorization.

The methodological approach includes an exploratory data analysis (FDA) phase
to understand the dataset structure and class distribution, followed by the selection of
the base model and the definition of hyperparameters to optimize. The genetic algorithm
design involves the representation of individuals, the definition of a fitness function based
on weighted F1-Score for the three tasks, and the implementation of genetic operators for
selection, crossover, and mutation.

The integration of GAs into the language model fine-tuning process achieved sig-
nificant results, outperforming traditional configurations in all evaluated metrics. Perfor-
mance evaluation was conducted using traditional metrics such as Precision, Recall, and
F1-Score, demonstrating improvements ranging from 2.57 % to 15.09 % over standard fine-
tuning methods. The findings of this research were published and presented at the 2025
IEEE Central America and Panama Convention (CONCAPAN XLIII), demonstrating the
potential of GAs to enhance language model performance in complex social media content
analysis tasks.

Keywords: Optimization, Language Models, Genetic Algorithms, RoBERTa, Sexism Detec-

tion.
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Capitulo 1

Introduccion

1.1. Planteamiento del Problema

A pesar de los avances en modelos de lenguaje, la deteccién de sexismo y discri-
minacién en texto sigue enfrentando desafios significativos. Estos incluyen limitaciones en
la optimizacién tradicional, donde los métodos basados en gradientes priorizan la minimi-
zacién de pérdidas locales (métodos como Adam [Kingmal4] o SGD), pero no garantizan
una exploracién global del espacio de soluciones. Asimismo, se presentan desbalances en los
datos, ya que conjuntos como EXIST 2025 [Basile25|] suelen tener distribuciones desiguales
de categorias de sexismo, afectando la generalizacién en tareas de deteccién de contenido

sensible.

La integracion de algoritmos genéticos presenta una opcién para abordar estos pro-
blemas mediante la optimizacion adaptativa de hiperparametros, ajustando dindmicamente:
tasas de aprendizaje, capas de atencién o funciones de pérdida para tareas multitarea de
deteccién de discriminaciéon. Ademds, permitiria la evolucién de arquitecturas, disenando
automaticamente estructuras neuronales especializadas en capturar patrones discriminato-
rios sutiles. También contribuiria a la robustez ante datos ruidosos, utilizando operadores
de mutaciéon y cruza para mejorar la generalizacién en escenarios con datos limitados o

desbalanceados.

Sin embargo, no existen estudios exhaustivos que evaliien la viabilidad de los AGs



2 1.2 Antecedentes

(Algoritmos Genéticos) en este dominio ni comparen su rendimiento con métodos conven-
cionales en el conjunto de datos de EXIST 2025 [Basile25]. La integracién de algoritmos
genéticos podria mitigar estos problemas al optimizar hiperpardmetros criticos (tasa de
aprendizaje, capas de atencién, etc.) de forma adaptativa para tareas de deteccién de con-
tenido sensible, evolucionar arquitecturas de modelos especificas para capturar patrones
discriminatorios y prejuicios de género, y mejorar la robustez frente a datos ruidosos o

escasos mediante estrategias de mutacion y cruza controladas.

1.2. Antecedentes

La deteccién de discriminacién y prejuicios en texto es una tarea fundamental en
el procesamiento del lenguaje natural (PLN) con aplicaciones en dreas como la moderacién
de contenido, el analisis de redes sociales y la seguridad digital. Desde los trabajos pione-
ros de Wiebe et al. [Wiebe05a], quienes sentaron las bases para el andlisis subjetivo del
lenguaje, hasta los avances recientes en modelos de lenguaje preentrenados, el campo ha
evolucionado significativamente. Sin embargo, la deteccién precisa de discriminacion sigue
siendo un desafio debido a la complejidad del lenguaje humano, la ambigiiedad contextual
y la diversidad cultural en la expresion discriminatoria. El trabajo de Mohammad y Kirit-
chenko [Mohammad18b| destacé la importancia de los conjuntos de datos bien anotados y
la necesidad de modelos que capturen matices discriminatorios mas alla de las categorias
bésicas (sexismo explicito, microagresiones, etc.). Por su parte, Téllez et al. [Téllez18b] y
Graff et al. [Graff20] exploraron enfoques basados en aprendizaje profundo y transferencia
de conocimiento, demostrando que los modelos preentrenados como BERT [Devlinl9] y
GPT [Radford18] pueden adaptarse a tareas de deteccién de discriminacién especificas. No
obstante, estos enfoques suelen depender de métodos de optimizacion basados en gradientes,
que pueden quedar atrapados en éptimos locales y no explorar eficientemente el espacio de
soluciones.

En 2024, Smith et al. [Smith24] propusieron EmoBERT, un modelo basado en Transformer
optimizado para la deteccién de discriminacién, que combina embeddings (representaciones

vectoriales) contextuales y mecanismos de atencién avanzados. Sin embargo, incluso estos



enfoques modernos enfrentan limitaciones en la exploracién eficiente del espacio de hiper-
parametros y en la adaptacién a conjuntos de datos desbalanceados. En este contexto, los
algoritmos genéticos (AGs) emergen como una alternativa prometedora para la optimiza-
cién de modelos de lenguaje. Inspirados en la seleccién natural, los AGs permiten explorar
espacios de busqueda complejos, evitando 6ptimos locales y adaptdndose dindmicamente
a funciones de costo no diferenciables. Su aplicacién en la configuracion de hiperparame-
tros(tasa de aprendizaje, el nimero de capas en una red neuronal, el tamano del conjunto
de entrenamiento, etc. ), la seleccién de arquitecturas neuronales o incluso la evolucién de

embeddings podria ofrecer ventajas significativas en tareas de deteccién de discriminacion.
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1.3. Objetivos de la Tesis

1.3.1. Objetivo general

Disenar y evaluar una estrategia de optimizacién basada en algoritmos genéticos
con el propésito de mejorar el rendimiento de un modelo de lenguaje en la deteccién y
caracterizacién de sexismo en texto, utilizando como conjunto de evaluacién de referencia
(benchmark) el conjunto de datos correspondiente a la Tarea 1 de CLEF-2025 “EXIST:
Sexism Identification and Characterization in Tweets” [Basile25]. La investigacién logrd
exitosamente demostrar mejoras significativas en todas las subtareas del desafio, superando
el ajuste fino estdndar con incrementos que van desde el 2.57 % hasta el 15.09 % en diferentes
métricas, y obteniendo resultados que superan el décimo mejor resultado reportado en el
desafio internacional EXIST 2025, destacdndose especialmente mejoras del 13.2% en F1-

score para la clasificacién de intencién del emisor.

1.3.2. Objetivos particulares

Los objetivos particulares de esta investigacién comprenden los siguientes aspec-
tos: (1) analizar las limitaciones de los modelos tradicionales de optimizacién basados en
gradientes [Wiebe0O5al |Graff20] y examinar los avances recientes en deteccién de discrimi-
nacién y prejuicios en texto; (2) definir un marco metodoldgico sistematico para integrar
algoritmos genéticos en la optimizacién de hiperpardmetros durante el proceso de entre-
namiento y ajuste fino de un modelo de lenguaje multitarea, considerando la seleccion del
modelo base, la codificacién de individuos, la configuracién de operadores genéticos y la de-
finicién de funciones de aptitud; (3) implementar y validar la estrategia propuesta mediante
la comparacién de métricas de evaluacién (Precision, Recall, F1-Score, Accuracy) con méto-
dos basados en ajuste fino estandar en las tres subtareas de EXIST 2025, logrando mejoras
consistentes en todas las métricas; y (4) identificar y caracterizar las ventajas y desventajas
computacionales de los algoritmos genéticos en escenarios de recursos limitados para tareas
de clasificacién de contenido sensible en redes sociales, evaluando aspectos como la eficiencia

computacional, el tiempo de convergencia y la reproducibilidad de los resultados.



1.4. Justificacion

La integracién de los trabajos de Wiebe et al. [Wiebe05a], Mohammad y Kirit-
chenko [Mohammad18b], Téllez et al. [Téllez18b] y Graff et al. [Graff20] proporciona un
contexto tedrico y practico solido para esta investigacion. Estos estudios permiten realizar
un analisis riguroso de la optimizacion evolutiva en modelos de lenguaje, proponiendo un
marco innovador para abordar uno de los desafios m&s persistentes en el procesamiento
del lenguaje natural (PLN): la deteccién y caracterizacién de contenido discriminatorio y

sexista en redes sociales.

1.5. Alcances y Limitaciones

La integracién de los trabajos de Wiebe et al. [Wiebe05a], Mohammad y Kirit-
chenko [Mohammadl18b], Téllez et al. [Téllez18b] y Graff et al. [Graff20] proporciona un
contexto tedrico y practico sélido para esta investigaciéon. Estos estudios permiten realizar
un anadlisis riguroso de la optimizaciéon evolutiva en modelos de lenguaje, proponiendo un
marco innovador para abordar uno de los desafios m&s persistentes en el procesamiento
del lenguaje natural (PLN): la deteccién y caracterizacién de contenido discriminatorio y

sexista en redes sociales.

Alcances

e El estudio se centrara en el conjunto de datos EXIST 2025 del desafio CLEF-2025,
que incluye tweets con anotaciones sobre deteccién de sexismo, intencién del emisor y

categorizacion de tipos de discriminacion.

e Se utilizara el modelo RoBERTu preentrenado como base para la optimizacién me-

diante algoritmos genéticos.

e Los algoritmos genéticos se aplicardn en la optimizaciéon de hiperpardmetros criticos
(tasa de aprendizaje, tasa de abandono, tamano de lote y pesos de pérdida) para las

tres subtareas simultaneas.



6 1.6 Descripcion de Capitulos

e Se evaluard el rendimiento en las tres subtareas del desafio: deteccién binaria de

sexismo, clasificacién de intencién del emisor y categorizacién de tipos de sexismo.

Limitaciones

e La carga computacional de los algoritmos genéticos requiere multiples evaluaciones de
modelos completos, resultando en un costo computacional significativamente mayor

que los métodos tradicionales.

e Losresultados estan limitados al idioma inglés y al contexto de redes sociales, pudiendo

no generalizar bien a otros idiomas o dominios.

e La efectividad del algoritmo genético depende criticamente de la definicion de la fun-
cion de aptitud, que requiere un diseno cuidadoso y puede no ser 6ptima para todos

los escenarios.

e El enfoque puede enfrentar desafios de escalabilidad cuando se aplica a modelos mas

grandes o conjuntos de datos mas extensos.

e La interpretabilidad del modelo optimizado podria ser menor en comparacién con

enfoques mas tradicionales o explicitos.

1.6. Descripcion de Capitulos

El Capitulo 1, “Introduccién y Planteamiento del Problema”, establece el contex-
to de la investigacién, presenta el problema, revisa los antecedentes relevantes, define los
objetivos, justifica el trabajo y delimita los alcances y limitaciones del estudio.

El Capitulo 2, “Marco Teérico y Estado del Arte en Deteccién de Discriminacién
y Algoritmos Genéticos”, proporciona el fundamento tedrico necesario para comprender la
investigacion. Revisa los trabajos fundamentales en detecciéon de discriminacién en texto
[WiebeO5al Mohammad18bl Téllez18bl [Graff20], presenta la evolucién de los modelos de
lenguaje desde enfoques tradicionales hasta arquitecturas modernas basadas en Transfor-

mer [Vaswanil7|, analiza modelos preentrenados como BERT [Devlinl9], GPT [Radford1§]



y RoBERTa [Liul9], y explora los algoritmos genéticos [Holland75, |Goldberg89] como he-
rramienta de optimizacién. Finalmente, identifica la brecha actual y las oportunidades de
investigacién.

El Capitulo 3, “Metodologia”, describe el enfoque metodolégico completo de la
investigacién. Presenta el conjunto de datos EXIST 2025 [Basile25|, detalla el diseno de
la estrategia de optimizacion evolutiva que integra algoritmos genéticos con el modelo Ro-
BERTa [Liul9], define las métricas de evaluacién utilizadas, y explica la implementacién
técnica que asegura la reproducibilidad de los experimentos.

El Capitulo 4, “Resultados y Analisis de la Optimizacion con Algoritmos Genéti-
cos”, presenta los hallazgos experimentales de la investigacién. Analiza el proceso de op-
timizacién evolutiva, la convergencia del algoritmo genético y la configuracién 6ptima en-
contrada. Compara los resultados con métodos tradicionales de ajuste fino estandar y con
el estado del arte reportado en el desafio EXIST 2025 [Basile25]|, demostrando mejoras
significativas en todas las métricas evaluadas.

El Capitulo 5, “Conclusiones”, sintetiza los logros principales de la investigacion,
presenta las contribuciones al campo, discute las limitaciones identificadas y explora las
implicaciones practicas de los resultados obtenidos.

El Capitulo 6, “Trabajos Futuros”, propone lineas de investigacién futuras que
pueden expandir y mejorar las capacidades de los algoritmos genéticos en la optimizacion
de modelos de lenguaje para la deteccién de contenido sensible, considerando extensiones
a otros idiomas, optimizaciones multimodales, mejoras en eficiencia computacional y arqui-
tecturas neuronales evolutivas.

El documento concluye con una seccion de referencias bibliograficas y un apéndice

con detalles técnicos del algoritmo genético implementado.






Capitulo 2

Marco Teoérico y Estado del Arte

Este capitulo presenta los fundamentos conceptuales y las investigaciones relevan-
tes que sustentan el desarrollo de una estrategia de optimizacién de modelos de lenguaje
mediante algoritmos genéticos. Se exploran las bases tedricas de la deteccion de errores de
anotacion que se transmiten desde los etiquetadores humanos y discriminacién en texto, los
aportes clave en el area, las arquitecturas modernas de procesamiento del lenguaje natural
(PLN), los vectores de atencién como mecanismo fundamental, las redes neuronales arti-
ficiales (RNAs), y los algoritmos evolutivos. Finalmente, se describe la motivacién de este

trabajo.

2.1. Deteccion de Sexismo y Discriminacién en Texto

Los fundamentos de la deteccién de contenido discriminatorio en texto consisten
en identificar y clasificar automaticamente expresiones injustas o discriminatorias presentes
en lenguaje escrito. Estas expresiones pueden manifestarse en diversas formas, como dis-
criminacién de género, racial, étnica, religiosa o de orientaciéon sexual, siguiendo patrones
de uso del lenguaje en un contexto social identificados en estudios realizados. La deteccion
automatica de este tipo de contenido se ha vuelto crucial en el andlisis de redes sociales, la
moderacién de contenido y aplicaciones de seguridad digital.

Los aportes de Wiebe et al. [Wiebe05b] en el andlisis subjetivo del lenguaje repre-

sentan una contribucién fundamental al introducir el concepto de analisis de subjetividad en
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el procesamiento del lenguaje natural (PLN), permitiendo diferenciar entre contenido obje-
tivo y subjetivo y mejorar asf la identificacién de expresiones discriminatorias. Por su parte,
Mohammad y Kiritchenko [Mohammad18al introdujeron el conjunto de datos Emolnt, que
contiene tweets etiquetados con niveles de intensidad emocional discriminatoria, y propu-
sieron métricas de evaluaciéon como correlacién de Pearson y F1 ponderada para medir el
desempertio de los clasificadores.

Téllez et al. [Téllez18a)] presentaron el conjunto de datos EMOTEX, disefiado para
la clasificacién de contenido discriminatorio en espanol, proponiendo un sistema basado en
maquinas de soporte vectorial (SVM) que utiliza representaciones vectoriales como TF-IDF
para identificar patrones en tareas de clasificacién. Ademas, estudios recientes han explorado
enfoques multimodales que integran texto, audio y video para la deteccién de contenido
injusto, empleando arquitecturas de redes neuronales convolucionales y recurrentes para

fusionar la informacién de distintas modalidades [Graff20].

2.2. Modelos de Lenguaje en PLN

Los modelos de lenguaje han experimentado una evolucion revolucionaria en las
ultimas décadas, transformando el campo del procesamiento del lenguaje natural (PLN). Los
primeros enfoques se apoyaron en modelos estadisticos basicos, principalmente en el uso de
n-gramas para estimar probabilidades de secuencias de palabras. Si bien estos métodos ofre-
cieron una base inicial, enfrentaban limitaciones criticas como la dispersion de datos en se-
cuencias largas, la incapacidad de capturar contexto semantico profundo y los inconvenientes
de la dimensionalidad, que volvia intratables los modelos para érdenes elevados de n-grama.
Posteriormente, la introduccién de técnicas de embeddings como Word2Vec [Mikolov13] y
GloVe [Penningtonl4] representé un avance sustancial al permitir representaciones densas
y continuas de las palabras, capaces de reflejar similitudes semanticas y sintacticas. Sin em-
bargo, estos modelos también presentaban limitaciones notables por ejemplo: la polisemia,
al asignar un mismo vector a una palabra independientemente del contexto; la naturaleza
estatica de las representaciones, que no se ajustaban dindmicamente a diferentes usos; y la

falta. de una comprensién contextual completa a nivel oracional. Estos desafios marcaron
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la necesidad de arquitecturas mas sofisticadas, que serian abordadas posteriormente con el

surgimiento de los modelos basados en transformer.

La introduccién de la arquitectura Transformer en 2017 [Vaswanil7| revoluciond
el PLN al eliminar la dependencia de las redes neuronales recurrentes (RNRs) y las redes
de convolucién (RNCs). Sus componentes clave incluyen la estructura encoder-decoder, que
posibilita el procesamiento de secuencias de entrada y la generacién de secuencias de salida
correspondientes. La autoatencién multi-cabeza permite el procesamiento paralelo mediante
el célculo de multiples representaciones de atencién de manera simultdnea, cada una enfo-
cada en distintos aspectos de la informacion. A su vez, las redes feed-forward proporcionan
una transformacién no lineal entre las capas de atencién, mientras que la normalizaciéon por
capas contribuye a estabilizar el entrenamiento al normalizar las activaciones. Finalmente,
las conexiones residuales facilitan el flujo de gradientes en redes profundas, lo que hace
posible un entrenamiento efectivo incluso en arquitecturas con un gran nimero de capas.

Los modelos basados en transformer han adoptado la estrategia de pre-entrenamiento
en grandes corpus de texto, seguida de ajuste fino para tareas especificas. Entre los modelos
mas destacados se encuentra BERT (Bidirectional Encoder Representations from Trans-
formers) [Devlinl9|, que utiliza pre-entrenamiento bidireccional con tareas de enmasca-
ramiento de lenguaje, captura contexto bidireccional completo, y es efectivo para tareas
de clasificacién y extraccién de informacién. GPT (Generative Pre-trained Transformer)
[Radford18] emplea pre-entrenamiento unidireccional con prediccién de lenguaje, siendo ex-
celente para generacion de texto y completado de frases, aunque limitado en tareas que
requieren contexto bidireccional. RoBERTa (Robustly Optimized BERT Pretraining Ap-
proach) [Liul9] optimiza el pre-entrenamiento de BERT con mayor tamano del lote de
entrenamiento y mejor optimizacién de hiperparametros, logrando mejores resultados en
multiples benchmarks de PLN.

El mecanismo de atencién se fundamenta en la idea de que no todas las palabras de
una secuencia poseen la misma relevancia para comprender su significado global. Desde una
perspectiva formal, la atencién se define como una funcién que mapea una consulta (query)
y un conjunto de pares clave-valor (key-value) a una salida. Dicha salida se obtiene como

una suma ponderada de los valores, en la que los pesos asignados a cada uno se determinan
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mediante una funcién de compatibilidad que evalia la relacién entre la consulta y las claves
correspondientes.

La funcion de atencién se expresa matematicamente como:

Attention(Q, K, V') = softmazx (%) 14 (2.1)

donde Q € R™ % es la matriz de consultas, K € R™*% es la matriz de claves,
V € R™*% es la matriz de valores, dj, es la dimensién de las claves, y n y m son las
longitudes de las secuencias de entrada y salida.

El mecanismo de atencién incorpora un factor de escalado, representado como /dj,,
que resulta fundamental para estabilizar los gradientes durante el entrenamiento, evitando
que los valores de la funcién softmax tiendan hacia cero o uno. Este mecanismo puede
entenderse como un proceso compuesto por tres pasos principales: primero, la comparacién,
en la que la consulta se contrasta con cada clave para determinar su relevancia; segundo,
la ponderacion, donde los puntajes de compatibilidad obtenidos se normalizan mediante
softmax; y tercero, la agregacién, en la que los valores se combinan utilizando los pesos
calculados. Gracias a esta formulacién, el modelo puede “enfocarse” en diferentes partes de
la entrada de acuerdo con el contexto, de manera andloga a la atencion selectiva que los
seres humanos aplican al procesar informacién.

Los modelos modernos emplean distintas variantes del mecanismo de atencion para
capturar relaciones lingiiisticas y contextuales. La autoatencion permite detectar dependen-
cias de largo alcance y revelar prejuicios implicitos, como los de género. La atenciéon multi-
cabeza enriquece este proceso al enfocarse en aspectos sintacticos, semanticos, contextuales
y tematicos, lo que facilita identificar tanto discriminaciones explicitas como microagresio-
nes sutiles. Por 1ltimo, la atencién cruzada en arquitecturas encoder-decoder resulta ttil
para comparar textos o documentos, fortaleciendo la deteccién de patrones discriminatorios
mas complejos. La implementacion de mecanismos de atencion en arquitecturas Transfor-
mer requiere técnicas como proyecciones lineales, normalizacién, conexiones residuales y
estrategias de entrenamiento especializadas (incremento gradual de la tasa de aprendizaje,
programacién adaptativa y recorte de gradientes) para garantizar estabilidad y eficiencia.

Estas herramientas permiten que los vectores de atencion se utilicen en la deteccién de se-
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xismo y discriminacién en texto, facilitando la identificacion de palabras o frases relevantes,
el andlisis de contextos y patrones de co-ocurrencia, y aportando transparencia y confiabili-
dad a las decisiones del modelo en aplicaciones sensibles. Ademas, los modelos de atencién
permiten realizar un anélisis detallado de casos especificos: el estudio de falsos positivos ex-
plica por qué ciertos textos se clasifican incorrectamente, mientras que el de falsos negativos
revela situaciones donde el modelo no logra identificar prejuicios, evidenciando limitaciones
en su capacidad de deteccién. Por iltimo, el analisis de casos limite examina textos situados
entre diferentes categorias, proporcionando informacién sobre la sensibilidad del modelo y
las areas que requieren mejoras adicionales.

A pesar de sus ventajas, los modelos de atencién presentan desafios significativos
que deben considerarse. En términos computacionales, la atencién cuadratica de los Trans-
formers limita la escalabilidad, ya que el costo crece cuadraticamente con la longitud de la
secuencia, lo que genera altos requerimientos de memoria, tiempos de entrenamiento pro-
longados y una inferencia mas lenta, especialmente en textos largos o en dispositivos con
recursos limitados. Ademads, los modelos pueden heredar y amplificar desigualdades refleja-
das en los datos presentes en los datos de entrenamiento, la amplificacién ocurre cuando la
atencion se centra en patrones discriminatorios presentes en los datos, y los errores de ano-
tacién se transmiten desde los etiquetadores humanos, lo que requiere procesos de anotacién
mas cuidadosos. Por tltimo, persisten desafios de interpretabilidad: los patrones de atencién
pueden ser complejos y dificiles de comprender en modelos grandes, muestran inestabilidad
entre ejecuciones, lo que obliga a realizar andlisis adicionales para interpretar correctamente
las decisiones del modelo

La comprensién y optimizacién de los vectores de atencion es fundamental para
mejorar el rendimiento y la interpretabilidad de los modelos. Parametros como el ntimero
de cabezas, la dimensionalidad, la profundidad de capas y la tasa de abandono determinan
la capacidad de capturar relaciones complejas, mientras que métricas de atenciéon permiten
evaluar consistencia, diversidad e interpretabilidad. Integrar estos parametros en algoritmos
genéticos facilita la exploracion eficiente de configuraciones 6ptimas que maximicen tanto

el desempeno como la claridad de las decisiones del modelo.

Los modelos de atencién encuentran aplicaciones especificas en la identificacién de
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contenido discriminatorio gracias a su capacidad para comprender el contexto y desambi-
guar significados, incluso frente a ironfa, sarcasmo o ambigiiedad. Los modelos preentrenados
pueden personalizarse mediante ajuste fino para tareas concretas, como la deteccién de se-
xismo en redes sociales. Son particularmente eficaces para identificar prejuicios de género
al conectar palabras relacionadas con el género con caracteristicas estereotipicas, detectan-
do patrones implicitos y microagresiones que refuerzan roles tradicionales, mientras que el
andlisis contextual permite distinguir criticas legitimas de expresiones discriminatorias. De
manera similar, estos modelos son valiosos para detectar prejuicios raciales y étnicos, iden-
tificando estereotipos, discriminacion institucional y evaluando la representacion equitativa
de diferentes grupos, lo que proporciona métricas ttiles para auditar la inclusividad del

contenido y revelar patrones discriminatorios profundamente arraigados en el lenguaje.

2.3. Redes Neuronales Artificiales (RNAs)

2.3.1. Fundamentos sobre RN As

Las redes neuronales artificiales (Artificial Neural Networks, RNAs) son modelos
computacionales inspirados en la estructura y funcionamiento del sistema nervioso de los
seres vivos. Han sido ampliamente utilizadas para modelar la relacién entre datos de entrada
v salida, especialmente en escenarios donde dichas relaciones presentan una naturaleza no
lineal o son dificiles de formalizar mediante métodos tradicionales.

Se denominan “redes” porque interconectan multiples unidades de procesamiento
simples, denominadas neuronas artificiales, que trabajan de forma conjunta. Esta arquitec-
tura distribuida permite que las RNAs exhiban un comportamiento colectivo complejo que
simula, de manera abstracta, el procesamiento de la informacién en el cerebro humano o
animal. Aunque el nivel de detalle bioldgico es altamente simplificado, esta abstraccion re-
sulta suficiente para capturar patrones en datos complejos y dindmicos. Una caracteristica
distintiva de las RNAs es su capacidad de aprendizaje. Es decir, pueden aprender a resolver
tareas especificas a partir de ejemplos, y una vez entrenadas, tienen la habilidad de genera-
lizar su conocimiento a nuevas instancias similares. Este principio de generalizacién es clave

en aplicaciones préacticas, ya que permite que una red resuelva problemas no vistos durante
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el entrenamiento. Para que una RNA pueda ser utilizada en la practica, primero debe ser
entrenada. Este entrenamiento se lleva a cabo mediante un algoritmo de aprendizaje su-
pervisado, como el algoritmo de retropropagacion del error, que actia como un “profesor”
para la red. En este proceso, se presentan datos de entrada junto con sus respectivas salidas
deseadas, y el algoritmo ajusta los pesos de conexién entre las neuronas con base en el error
cometido por la red. Estos pesos suelen ser inicializados con valores aleatorios pequenos, lo
que implica que el comportamiento de la red es no determinista, ya que resultados distintos
pueden emerger entre ejecuciones si no se fija una semilla aleatoria. Desde una perspectiva
matemdtica, las RNAs han sido reconocidas como aproximadores universales, lo que signifi-
ca que pueden aproximar cualquier funciéon continua con un error arbitrariamente pequeno,
siempre que cuenten con una arquitectura y parametros adecuados. Gracias a esta pro-
piedad, las redes neuronales son especialmente efectivas para modelar sistemas complejos
donde existen miiltiples interacciones no lineales entre variables. Las RNAs ofrecen un enfo-
que potente y flexible frente a métodos convencionales en tareas de prediccién, clasificacion,
modelado de comportamiento y reconocimiento de patrones, posiciondndolas como una he-
rramienta clave en el campo del aprendizaje automatico y la inteligencia artificial. Son la
base sobre la cual se construyen arquitecturas més complejas como las redes convolucionales

(RNCs) y las recurrentes (RNRs), predecesoras directas de los “Transformer”.

2.3.2. La Neurona Artificial

En el ntcleo funcional de una red neuronal artificial se encuentra la neurona artifi-
cial, también conocida como unidad de procesamiento. Este componente simula, de manera
abstracta, el comportamiento de una neurona biolégica. Una red neuronal artificial (RNA)
se construye interconectando multiples de estas neuronas, formando una estructura capaz
de aprender representaciones complejas a partir de los datos.

En la estructura biolégica, las neuronas estdn conectadas entre si mediante si-
napsis, que transmiten senales electroquimicas. En una RNA, estas conexiones sindpticas
son representadas por conexiones entre neuronas que transportan informacion en forma de
seniales numéricas (valores reales). Cada conexién posee un peso sinéptico, que interactia

con la senal de entrada asociada, y cuya adaptacion a lo largo del proceso de entrenamiento
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permite a la red aprender, este comportamiento se muestra por la férmula (2.1),

N
S = Z W; g (2.2)
i=1

Donde x; es el valor de la entrada ¢ y w; es el peso de la conexién.

Una neurona artificial tipica recibe una o més senales de entrada (inputs), cada una multi-
plicada por su peso correspondiente. Luego, calcula una combinacion lineal de esas entradas
ponderadas y le aplica una funcién de activacién (Ecuacién para generar una salida
(output). Este output puede a su vez ser utilizado como entrada para otras neuronas en la

red. En la Figura se muestra el modelo de este comportamiento.

k= f(9) (2.3)

Asi, la neurona artificial actiia como una unidad béasica de transformacién de datos, permi-
tiendo a la red aprender patrones complejos cuando se agrupan multiples neuronas en capas
y se estructuran jerarquicamente. En conjunto, estas unidades de procesamiento cooperan
para emular la estructura interna y la capacidad de aprendizaje del sistema neuronal de los

animales, aunque en una forma mucho mas simplificada.

2.3.3. Estructura de una RNA

Una red neuronal artificial (RNA) estd conformada por multiples unidades de pro-
cesamiento denominadas neuronas artificiales. De forma anédloga a las neuronas biolégicas,
una sola neurona artificial tiene capacidades limitadas para resolver tareas complejas; no
obstante, el verdadero poder computacional de una RNA surge de la interaccién y conexién
entre un gran numero de estas unidades.

Las neuronas se organizan estructuralmente en capas: una capa de entrada que
recibe los datos originales, una o varias capas ocultas que procesan la informacién de manera
jerarquica, y una capa de salida que produce la respuesta final. Aunque las neuronas de una
misma capa comparten las mismas entradas, cada una puede generar salidas diferentes
debido a que poseen pesos sinapticos unicos y, en algunos casos, funciones de activacion

distintas.
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Figura 2.1: Modelo matematico de una neurona artificial. El diagrama ilustra el funciona-
miento de una neurona artificial donde las seniales de entrada (x1,x2, ..., x,) se multiplican
por sus pesos correspondientes (wq, wa, ..., wy), se suman para obtener la suma ponderada
S = Z@]\L L wix;, y luego se aplica una funcién de activacién f(S) para generar la salida de
la neurona. Este proceso simula el comportamiento de una neurona bioldgica, donde las
sinapsis (pesos) modulan la transmisién de senales, y la funcién de activacién determina si
la neurona se activa o no, generando una respuesta no lineal que permite a la red aprender

patrones complejos.

Uno de los modelos mas representativos es la red neuronal de alimentacion hacia
adelante (feed-forward) de tres capas, en la cual la informacién fluye unidireccionalmente
desde la entrada hacia la salida sin ciclos ni retroalimentacion. Las capas ocultas desempefnian
un papel crucial al permitir que la red aprenda representaciones intermedias y abstractas
del problema. A mayor profundidad (es decir, mas capas ocultas), mayor es la capacidad de
la red para modelar patrones y relaciones no lineales complejas. En la Figura [2.2] se ilustra

este modelo clasico de red neuronal.

2.3.4. Funciones de Activacién

Las funciones de activacién son componentes fundamentales en redes neuronales,
ya que introducen no linealidad y permiten aprender patrones complejos y limites de decision

no lineales. Cada neurona aplica una funcién de activacién a la suma ponderada de sus
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Figura 2.2: Arquitectura de una red neuronal artificial (RNA) de tres capas con alimentacién
hacia adelante (feed-forward). El diagrama muestra el flujo de informacién desde la capa
de entrada (que recibe los datos originales), a través de una o mds capas ocultas (que
procesan y transforman la informacién mediante representaciones intermedias), hasta la
capa de salida (que produce la respuesta final). Cada conexién entre neuronas tiene un peso
asociado que se ajusta durante el entrenamiento mediante el algoritmo de retropropagacion.
Las capas ocultas permiten que la red aprenda representaciones jerarquicas y abstractas del
problema, donde cada capa sucesiva captura patrones de mayor complejidad, habilitando
asi la capacidad de la red para modelar relaciones no lineales complejas entre los datos de

entrada y salida.

entradas (definida como S en la Ecuacién , generando una salida en un rango acotado,
tipicamente [0, 1] o [—1, 1]. Entre las funciones més utilizadas se encuentran ReLU, sigmoide
y tanh, aunque otras como la gaussiana o lineal pueden ser ttiles segin el problema. En este
trabajo se emplean ReLU y sigmoide, que han demostrado eficacia en distintas subtareas;

ReLU, definida como f(S) = méx(0,.5), destaca por su simplicidad y efectividad, mientras

1

que la funcién sigmoide estdndar se define como f(S5) = TFop(=5)

, donde S es la suma
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ponderada de las entradas (Ecuacién , produciendo valores en el rango [0, 1]. La funcién
sigmoide simétrica (también conocida como tangente hiperbdlica o tanh) se define como
_ _ exp(S)—exp(—=S) _ .. . . .
f(S) = tanh(S) = () Toxp(=8) = 20(25) — 1, donde o es la funcién sigmoide estandar,
produciendo valores en el rango [—1, 1]. Estas funciones permiten controlar la no linealidad

y manejar diferentes tipos de datos, contribuyendo al rendimiento del modelo.

2.3.5. Entrenamiento de RNAs

El entrenamiento de una red neuronal consiste en ajustar sus pesos para minimizar
la diferencia entre la salida deseada y la generada por el modelo. Inicialmente, los pesos se
asignan con valores pequenos y la informacion se propaga capa por capa hasta la salida,
donde se calcula el error comparando el resultado obtenido con el esperado. Este error se
utiliza para ajustar los pesos mediante el algoritmo de retropropagacién (backpropagation),
propuesto por Paul Werbos en 1974 [Werbos74], que permite propagar el error desde la
capa de salida hacia las capas ocultas y actualizar los pesos usando el gradiente de la
funcién de pérdida. En la Figura [2.3| se muestra el proceso de retropropagacién. El proceso
se realiza en tres fases principales: la propagacién hacia adelante, donde se calcula la salida
de cada neurona aplicando la funcion de activacién sobre la suma ponderada de entradas;
la propagacién hacia atras del error, donde se evalia la discrepancia mediante funciones
de pérdida como el error cuadratico medio para regresién o la entropia cruzada combinada
con softmax para clasificacién multiclase; y el calculo del gradiente respecto a los pesos,
aplicando la regla de la cadena, que permite ajustar los parametros de manera eficiente.
Este ciclo de propagacion, calculo de error y ajuste de pesos se repite durante multiples
iteraciones o épocas hasta que la red alcanza un rendimiento satisfactorio.

La eleccién de la funcién de pérdida en redes neuronales depende del tipo de proble-
ma a resolver(tabla . Para problemas de regresiéon, donde la salida es un valor continuo,
se utiliza comtinmente la pérdida cuadrédtica media (MSE), que penaliza linealmente la
diferencia entre la salida esperada y la predicha, aunque su uso en clasificacién puede ser
ineficiente, especialmente con activaciones como softmax. Para problemas de clasificacion,
la entropia cruzada (Cross-Entropy) es mas adecuada, ya que compara la distribucién predi-

cha con la real codificada en one-hot. La codificacién one-hot representa cada clase como un
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Figura 2.3: Proceso de entrenamiento mediante el algoritmo de retropropagacién (backpro-
pagation) en una red neuronal. El diagrama ilustra el ciclo completo de aprendizaje: (1)
Propagacién hacia adelante (forward pass), donde los datos de entrada fluyen a través de las
capas de la red, cada neurona calcula su salida aplicando la funcién de activacién a la suma
ponderada de sus entradas; (2) Célculo del error en la capa de salida comparando la salida
predicha con la salida deseada utilizando una funcién de pérdida (como error cuadritico
medio o entropia cruzada); (3) Propagacion hacia atrds (backward pass), donde el error se
propaga desde la capa de salida hacia las capas ocultas, calculando el gradiente de la fun-
cién de pérdida respecto a cada peso mediante la regla de la cadena; (4) Actualizacién de
pesos, donde cada peso se ajusta en direccion opuesta al gradiente usando un algoritmo de
optimizacién (como descenso por gradiente o Adam), minimizando asi el error y mejorando
el rendimiento de la red. Este proceso se repite iterativamente hasta que la red converge

hacia una configuracién éptima de pesos.

vector donde solo la posicion correspondiente a la clase verdadera tiene valor 1, mientras que
todas las demads posiciones tienen valor 0. Por ejemplo, en un problema de 3 clases, la clase

0 se representa como [1,0,0], la clase 1 como [0,1,0] y la clase 2 como [0,0,1]. Esta funcién
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de pérdida penaliza con mayor intensidad las predicciones incorrectas con alta confianza, lo
que favorece una convergencia mas rapida y estable. En cuanto al entrenamiento mediante
retropropagacion, existen dos enfoques principales: el entrenamiento por lotes (batch lear-
ning), que calcula gradientes usando todo el conjunto de datos y actualiza los pesos una
vez por época, proporcionando estabilidad a costa de mayor memoria; y el entrenamiento
incremental (online learning), que actualiza los pesos tras cada instancia, permitiendo con-
vergencia rapida pero con mayor variabilidad. Ademds, diversas variantes del descenso por
gradiente, como SGD, Adam [Kingmal4] y RMSprop, han sido desarrolladas para mejorar

la eficiencia y estabilidad del entrenamiento.

Tabla 2.1: Comparacién entre Funciones de Pérdida MSFE y Entropia Cruzada

Caracteristica

Pérdida Cuadrati-
ca Media (MSE)

Entropia Cruzada

(CE)

Tipo de problema

Regresion

Clasificacién binaria

o multiclase

Salida esperada

Valores continuos

Distribucién one-hot

Funciéon de activacién

ReLU, tanh

Softmax o sigmoide

Penalizaciéon de erro-

Penaliza linealmente

Penaliza con mayor

res intensidad

Convergencia Mas lenta y menos es- | Mds rapida y eficiente
table

Férmula Lyse = % So(yi—1:)? | Log = — Y yilog(4:)

Las Redes Neuronales Artificiales (RNAs) constituyen una herramienta fundamen-
tal para modelar sistemas complejos g