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Resumen

Las arquitecturas de redes neuronales actuales se construyen predominantemente
mediante la concatenacion de modulos predefinidos, como capas convolucionales o
mecanismos de atencion, lo cual restringe significativamente el espacio de solucio-
nes posibles. El presente trabajo introduce las Redes Neuronales Borolo, un nuevo
paradigma para el diseno y optimizacién de arquitecturas neuronales que opera
directamente a nivel de neurona individual, trascendiendo las limitaciones impuestas
por los enfoques tradicionales.

Se establece un marco tedrico basado en teoria de grafos para representar y manipu-
lar redes neuronales como grafos dirigidos aciclicos, donde la topologia evoluciona
dindmicamente mediante la adicion y eliminacion selectiva de neuronas y conexiones
sinapticas. El algoritmo propuesto integra mecanismos de propagacion hacia adelante
y retropropagacion adaptados para estructuras dindmicas, junto con una funciéon de
clasificacién de conexiones que combina la varianza de activaciones y la magnitud de
pesos para evaluar la importancia de cada conexion.

La metodologia implementa un proceso iterativo que alterna entre el crecimiento
estructural, mediante la adicion de neuronas completamente conectadas, y la poda de
conexiones menos relevantes basada en la métrica o;w;. Adicionalmente, se introduce
el momento generacional para preservar la informacion aprendida en iteraciones
anteriores mientras se permite el ajuste fino de nuevas conexiones.

La evaluacion experimental se realizo sobre dos conjuntos de datos sintéticos con
fronteras de decision no lineales complejas: circulos concéntricos y espirales de tres
brazos. Los resultados demuestran que Borolo alcanza clasificacion perfecta (Macro
F1-Score = 1.0) en ambos problemas, superando significativamente a redes neuronales
densas y profundas tradicionales con cantidad similar de parametros, las cuales
obtuvieron F1-Scores inferiores a 0.64.

En conclusién, las Redes Neuronales Borolo representan un enfoque prometedor
para la busqueda automatica de arquitecturas que permite explorar un espacio de
soluciones mas amplio, adaptando automaticamente la complejidad estructural a los
requerimientos especificos del problema con mayor eficiencia computacional.
Palabras clave: Redes neuronales, Borolo, Optimizaciéon, Redes neuronales
dinamicas, Estructura.



Abstract

The predominant approach in neural network architecture design relies on the con-
catenation of pre-designed modules such as convolutional layers, recurrent units, or
transformer attention mechanisms. While these modules have demonstrated strong
performance, they significantly constrain the solution space by imposing structural
biases based on human-conceived concepts. This thesis introduces Borolo Neural
Networks, a novel paradigm for neural architecture optimization that operates directly
at the individual neuron level, enabling greater flexibility in the search for optimal
structures.

The proposed methodology represents neural networks as directed acyclic graphs,
establishing a theoretical framework grounded in graph theory for the representation
and manipulation of dynamic neural architectures. Forward and backpropagation
algorithms are reformulated to accommodate arbitrary graph topologies, utilizing
topological ordering to maintain computational efficiency through matrix operations.
The Borolo algorithm implements an iterative structural evolution process that
alternates between adding neurons with full connectivity and pruning connections
based on a fitness function that combines synaptic weight magnitude with activation
variance, effectively measuring both connection strength and information flow.

Key technical contributions include: (1) a connection classification function based
on the product of weight magnitude and activation variance (o;w;), which serves
as a proxy for information-theoretic importance; (2) generational momentum, a
technique that scales weight updates based on connection age to preserve learned
representations while allowing fine-tuning; and (3) adaptive gradient clipping (AGC)
combined with L2 regularization to prevent gradient explosion in potentially deep
evolved architectures.

Experimental evaluation on synthetic classification datasets demonstrates the effecti-
veness of the approach. On a four-class concentric circles dataset, Borolo achieved
perfect classification (Macro F1-Score = 1.0) with 96 trainable parameters after 3
structural iterations, while comparable dense (DNN) and deep (PNN) neural networks
achieved only 0.2643 and 0.1801 respectively. On a more challenging three-arm spiral
dataset, Borolo again achieved perfect classification with 247 parameters after 7
structural iterations, compared to 0.6366 for DNN and 0.1845 for PNN architectures
with similar parameter counts.

The results validate the viability of neuron-level architecture optimization and de-
monstrate that dynamically evolved structures can significantly outperform manually
designed architectures. The Borolo paradigm enables exploration of a broader solu-
tion space unconstrained by pre-conceived modular designs, offering potential for
discovering more efficient and problem-specific neural network topologies.



SIMBOLOS Y NOTACION MATEMATICA

T; Entrada i-ésima de una red neuronal.

Wi Peso sindptico: peso que conecta la neurona ¢ con la neurona j.
h Notacion general para una funciéon de activacion.

L Funcién de pérdida (general).

VL Gradiente de la funcién de pérdida respecto a parametros.

b Sesgo (bias) de una neurona.

Activacion (valor de salida de una neurona después de aplicar la
funcién de activacién).

z Valor de pre-activacién (suma ponderada antes de aplicar h).

1) Error de capa (gradiente de la pre-activacion durante retropropaga-
cion).

Il 1l Norma (magnitud de un vector o matriz).

® Producto de Hadamard (multiplicacién elemento a elemento).

n Derivada de la funciéon de activacion respecto a su argumento.

o W; Notacién usada como funcién de clasificacién de conexiones (métrica
combinada).

g=(V,E) Grafo neuronal: vértices V' (neuronas) y aristas dirigidas £ (conexio-
nes).

14 Conjunto de vértices (neuronas).

E Conjunto de aristas (conexiones dirigidas).

G Matriz de pesos (donde w;; aparece como elemento).

G* Submatriz de prediccién usada en propagacion hacia adelante para
la capa 1.

G; Submatriz de retropropagacién usada en la retropropagacion para la
capa 1.

wi Matriz de pesos usada en la propagacion hacia adelante para la capa

i. en el algoritmo estdndar (no Borolo).

Matriz de caracteristicas (datos de entrada).

Valores objetivo (etiquetas).

Arreglo de activaciones (vector con activaciones de todas las neuro-
nas).

RS

Arreglo de sesgos (vector con sesgos de todas las neuronas).
Arreglo de pre-activaciones (valores z de todas las neuronas).
Arreglo de pérdidas (historial de valores de la funcién de pérdida).
Factor de regularizacién (regularizacién L2).

Razén de recorte AGC (hiperpardametro de AGC).

m Numero de neuronas ocultas agregadas en una iteracion estructural.

9> NN Wm
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SIMBOLOS Y NOTACION MATEMATICA (continuacién)

Ne Numero de neuronas de entrada.
T Numero de neuronas de salida.
mq, Distancia méxima a la salida.
mg, Distancia méxima a la entrada.
de Distancia a la entrada.
ds Distancia a la salida.
K Lista K: orden topolégico de neuronas.
Mf Miéscaras que mapean valores entre matrices de pesos.
Db Porcentaje de poda (fracciéon de conexiones a eliminar).
Nef Conexiones hacia adelante (cantidad).
Neh Conexiones hacia atras (cantidad).
Cy, Constante de momento generacional.
te Iteraciones de calentamiento (warm-up).
ts Numero de sumandos de parada (ventana para early stopping).
ng Ntimero de generaciones (edad de una conexién).
o Varianza de activacion (usada para clasificar conexiones).
MaxlIters Méximo de iteraciones (entrenamiento en estructura estatica).
MaxIterEstruct Maéaximo de iteraciones estructurales.
TNepocas Numero de épocas.
ACRONIMOS
AGC Recorte Adaptativo de Gradiente (Adaptive Gradient Clipping).
L2 Regularizacion L2.
DNN Red Neuronal Densa.
PNN Red Neuronal Profunda.
F1 F1-Score.
SGD Stochastic Gradient Descent.
NAS Neural Architecture Search.
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Capitulo 1

Introduccion

1.1. Planteamiento del Problema

Dado el impetu con el que los investigadores se han concentrado en el aprendizaje de
maquina [1], las diferentes arquitecturas se han concentrado en hacer analogias de lo que el ser
humano puede hacer, por ejemplo, se concentraron en las Redes Neuronales Convolucionales
intentando encontrar «bordes» (que es un concepto humano), o se concentraron en los
transformadores intentando hacer que la arquitectura pudiese fijar la «atenciény» (lo cual
también es otro concepto humano), observese que las arquitecturas actuales buscan emular
los conceptos humanos sin tomar en cuenta que tal vez pueda llegar a existir una arquitectura
que sin emular conceptos humanos pueda solucionar un problema dado de mucho mejor
forma, es decir, no se esta planteando que este mal hacerlo de la forma que se ha venido
haciendo, es lo mas natural en la ciencia tratar de entender como la naturaleza hace ciertas
cosas y de ahi emularlo, como por ejemplo, con la forma de volar de los pajaros emulada en

los aviones, simplemente se estd diciendo que no estamos completamente seguros que esa
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sea la «mejor» aproximacion para el fin de una red neuronal, no estd demostrado que es la
forma mas eficiente de hacer el trabajo que hace una red neuronal, o de otra forma, falta
exploracién.

Relativo a los modelos basados en redes neuronales, el enfoque predominante es llevado
a cabo mediante la concatenacién de diferentes moédulos predisenados [2, 3|, como un
moédulo convolucional, un transformador o un médulo recurrente. Si bien es cierto que estos
modulos han demostrado un buen rendimiento [4] y ayudan al rdpido avance de la ciencia,
no se puede asegurar que representen la solucién 6ptima, ya que todo lo que se sabe es de
forma empirica. Es por ello que en este trabajo se intenta optimizar la estructura de una
red neuronal desvinculandose de estos mdédulos predefinidos y arquitecturas basadas en
conceptos humanos para enfocarse en la relaciones de interaccién (conexién y desconexion)
entre cada par de neuronas. Esto con el fin de encontrar soluciones mas eficientes y adaptadas

a diferentes problematicas.

1.2. Objetivo general

El objetivo del presente trabajo es proponer un esquema de optimizacién de arquitecturas
de redes neuronales a nivel de neurona habilitando asi una mayor flexibilidad en la biisqueda

de estructuras éptimas.

= Implementacion de un modelo de red neuronal basado en grafos, que permita la

generacién dindmica de una mayor variedad de estructuras posibles.

= Adaptar todos los métodos involucrados de entrenamiento y prediccion para el modelo

propuesto (propagacién, retropropagacion, etc), logrando asi correr el modelo.

= Definir la equivalencia entre los modelos tradicionales y el modelo propuestos, que
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muestre la contencién de las arquitecturas tradicionales en estas nuevas arquitecturas.

= Perfilar el desempeno del modelo propuesto, comparando con estructuras neuronales
tradicionales, con el fin de observar el rendimiento de este nuevo modelo de bisqueda

de arquitectura.

1.3. Hipdtesis

La optimizacién evolutiva de la topologia neuronal a nivel de conexién individual permite
descubrir arquitecturas dinamicas que superan en capacidad de generalizacion y eficiencia
de parametros a los modelos densos tradicionales, al liberar el espacio de biisqueda de las

restricciones geométricas impuestas por los moédulos predefinidos convencionales.

1.4. Estado del Arte

La busqueda automética de arquitecturas (NAS) [5] se refiere a la optimizaciéon de la
topologia de redes neuronales (tipos de capas, conexiones y sus hiperpardmetros) sin
intervencién humana [6, 7]. En la practica se emplean enfoques basados en aprendizaje por
refuerzo, algoritmos evolutivos y métodos diferenciables como DARTS [8] (Differentiable
Architecture Search), que relaja la seleccién de conexiones a variables continuas. Dado
el enorme espacio de busqueda, se han desarrollado técnicas como esquemas de fidelidad
adaptativa [9].

La evolucién neuronal genera arquitecturas mediante algoritmos genéticos o evolutivos [10].
demostraron que es posible evolucionar modelos competitivos de gran escala a partir de
redes triviales [10, 11]. Estas técnicas iteran operaciones de mutacién (anadiendo o quitando

capas, alterando hiperpardmetros) y seleccién por aptitud, descubriendo modelos de alta
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precision sin disefio manual.

Las técnicas de podado eliminan pesos, neuronas o filtros suficientemente irrelevantes.
Existen dos tipos principales de podado [12]: el estructurado, que elimina canales completos
o capas enteras; y el no estructurado, que corta neuronas aisladas [13]. Por otro lado, en la
poda dindmica se generan subredes adaptativas en tiempo de ejecucién segin la entrada [14].
Experimentos demuestran que es posible eliminar més del 90 % de filtros en arquitecturas
convolucionales sin degradar significativamente la precisién [12, 15].

Otras técnicas como la cuantizacién reduce la precisién numérica de pesos y activaciones [16,
17] (por ejemplo de 32 a 8 bits, o incluso redes binarias), acelerando el cémputo y reduciendo
la memoria requerida. Por otro lado, la destilacién de modelos entrena modelos pequenios
guiados por la salida de un modelo mas grande, comprimiendo el modelo mientras retiene
el desempeno [18].

A diferencia de los modelos estaticos, las redes dindmicas adaptan su estructura en funcién
de la muestra de entrada [14]. El computo en estas redes a las cuales se le agregan agentes que
deciden el flujo de la informacién, permite un equilibrio flexible entre precisién y velocidad.
Por ejemplo, técnicas de early exiting o gates binarias en bloques residuales deciden
dindmicamente si saltan bloques completos o no; asi la red aplica esfuerzo “a demanda”
segun la dificultad de cada muestra.Sin embargo, siguen usando bloques predefinidos para
hacer todas las operaciones.

Algunos enfoques se inspiran en la plasticidad neuronal para optimizar la arquitectura en
el podado. La regla de aprendizaje «hebbiano» se ha usado para guiar dindmicamente la
adicién o poda de neuronas [19, 20]. Estudios recientes muestran que medir localmente la
importancia de una sinapsis basada en la actividad conjunta de pre y post sindpsis permite
podar més eficientemente [13, 21].

Nuestro enfoque propone alternar iterativamente el aumento de neuronas y la poda de
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conexiones intutiles, observese como aqui en lugar de podar neuronas se podan conexiones,

con el fin de encontrar arquitecturas 6ptimas compactas y eficientes.

1.5. Metodologia

Se disené e implementd un proceso de optimizacion redefiniendo los algoritmos de propaga-
cién y retropropagacién a nivel neurona. Adicionalmente, se muestra que las arquitecturas
tradicionales estdn contenidas en el espacio de soluciones del modelo propuesto.

Se evaluara empiricamente, el modelo propuesto en problemas de clasificacién, esto para
evaluar y probar la validez y el desempeno del esquema implementado. Los resultados se
contrastardn con diferentes estructuras tradicionales. Para este propésito se propondra un

prueba de validacién cruzada que permita inferir resultados con validez estadistica.

1.6. Justificacion

En el estado del arte actual las técnicas de optimizacion de arquitectura son mayormente
artesanales [22, 23], y las técnicas que no lo son exploran un subconjunto del espacio de
soluciones posibles, con Borolo (Nuestro enfoque de optimizacién de arquitecturas neuronales
a nivel de neurona, el termino Borolo hace referencia a la falta de orden con la cual se
optimiza la estructura) se pretende proporcionar un método de optimizacion de arquitectura
que permita explorar un conjunto mayor, haciendo posible obtener estructuras mas eficientes

en desempeiio, complejidad y memoria.
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1.7. Descripcion de capitulos

En este capitulo se describen las razones que motivan este trabajo, se describe la metodologia
y se presenta el trabajo en general relacionado a la propuesta.

En el capitulo 2 se definen los conceptos y se desarrollan las bases tedricas sobre las que se
construye el modelo de arquitecturas propuesto (Borolo).

En el capitulo 3 se presentan los métodos de propagacién y retropropagaciéon adaptados al
esquema propuesto, se describen diferentes métodos necesarios para la correcta implementa-
ci6on de Borolo, también se muestra que el espacio de soluciones generado es mas amplio
que el subconjunto de soluciones explorado por lo métodos tradicionales. Adicionalmente,
se esquematiza la convergencia de nuestra propuesta, y al final del capitulo se muestra un
ejemplo practico del uso de los métodos introducidos.

En el capitulo 4, se definen las criterios y estrategias de conexién/desconexion, asi como la
descripcién del algoritmo completo para la evolucion de la estructura de la red propuesta,
posteriormente se muestra un ejemplo del uso de Borolo con datos.

En el capitulo 5 se presenta un andlisis experimental del desempeno de Borolo, sobre
ejemplos adicionales de clasificacion. Los resultados son contrastados utilizando diferentes
métricas y comparados con los de modelos tradicionales.

Finalmente, en el capitulo 6 se dan las conclusiones més importantes de este trabajo, y se

plantean posibles lineas para investigaciones futuras.

15



Capitulo 2

Conceptos Generales

En el estado del arte de diseno de arquitecturas neuronales las técnicas son principalmente
combinatorias [22, 24], es decir, se prueban diferentes arquitecturas heuristicamente. Las
diferentes arquitecturas son construidas mediante el uso de diferentes médulos; cada ar-
quitectura es evaluada para determinar la mejor para cada problema. Por otro lado, hay
intentos que buscan optimizar arquitecturas neuronales de forma mads inteligente [5, 8],
como el podado, que busca quitar las neuronas poco eficientes para agilizar el algoritmo,
sin embargo, en el podado el espacio de soluciones ya estd limitado por el modelo inicial.
La finalidad de la propuesta en este trabajo es desarrollar un algoritmo para evolucionar la
estructura de una red neuronal de forma automética y a nivel de neurona/conexién. Lo
anterior para proveer a la optimizacion de la estructura neuronal de una flexibilidad no
presente en los métodos del estado del arte. Esta flexibilidad permitird ampliar el espacio
de soluciones original. Para la construccién de la propuesta es esencial que describamos las

redes neuronales en terminologia de teoria grafos.
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2.1. Definiciones:

2.1.1. Grafo dirigido

Un grafo dirigido es un par ordenado g = (V, E) de dos conjuntos, uno de nodos V' y otro
de aristas F, el conjunto de aristas a su vez es un conjunto de pares ordenados de nodos
(a,b) donde se indica que la direccién de la arista es de a a b (a — b, a # b).

Es importante notar que una red neuronal puede ser vista como un grafo. Por ejemplo,
supongamos la red neuronal de la figura 2.1, se observa la estructura caracterizada por
el conjunto de nodos V = {a,b,c,d, e, f} y el conjunto de aristas F = {(a, c), (a,d), (a, €),
(b,c), (b,d), (b,e), (c, f),(d, f), (e, )}, lo cual lo vuelve un grafo, obsérvese que las aristas
de este grafo tienen direccién, en este caso es la direccion en la que fluye la informacién
durante | prediccién lo que lo hace un grafo dirigido. Nétese también que este grafo no tiene
ciclos, y es justo el tipo de grafos de interés puesto que no se quiere que los valores fluyan
infinitamente en la estructura. Adema4s, esto permite asignarle un orden topoldgico al grafo
[25], por ejemplo, el nodo ¢ va antes que el nodo f en el flujo de informacién.

Los nodos de los cuales no sale ninguna arista dirigida son nodos finales, en este trabajo se
les llama neuronas de salida, mientras que a los nodos a los cuales no llega ninguna arista
dirigida, se les denomina como neuronas de entrada, adicionalmente, a las neuronas que
inciden sobre la neurona N; las denominaremos neuronas padres de IN;, y el conjunto de
las neuronas padre de N; se referiran como F;, similarmente, el conjunto de las neuronas
sobre las cuales incide V; se llamaran neuronas hijas de N; y perteneceran al conjunto H;
(conjunto de neuronas hijas de N;). Finalmente, P es el conjunto de todas las neuronas que
tienen al menos un hijo y H es el conjunto de todas las neuronas que tienen al menos un
padre.

En teoria de grafos a los pesos de redes neuronales se les llama ponderacién de la arista, en
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Figura 2.1: Red neuronal béasica descrita como grafo mediante los conjuntos V' =
{a,b,c,d,e, f} de nodos y E = {(a,c),(a,d), (a,e),(b,c),(b,d),(b,e),(c,[),(d,[),
(e, f)} de aristas.

este trabajo se les llamara simplemente peso. Algo importante respecto de los pesos en los

grafos es que se pueden representar mediante la matriz de pesos G de (2.1).

w1 w2 Wiz ... Wip
W21 W11 W23 ... Wap

G= w31 w32 Wil ... W3p (2.1)
Wnp1 Wp2 Wp3 ... Wpn

Donde wj;; es el peso que conecta la neurona i-ésima a la j-ésima, por lo que los pesos w; ;
son 0 cuando ¢ = j o no existe una arista que vaya de la neurona i y la neurona j. Ademas,
como el grafo es dirigido y acicliclo w;; #0 = wj; = 0, lo cual resulta a lo mas en una
matriz triangular superior estricta.

También cabe mencionar que en las redes neuronales, las neuronas aplican una funcién
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que transforma (funcién de activacién) el valor de entrada, esta funcién f, vade R - Ry
siempre recibe la suma z, = >, fi(x)w;, donde f; es la funcién de activacién para N; € P,
si IV, no es neurona de entrada y x es el valor que recibe cada una de las neuronas padres
de n.

Ejemplificando la matriz de pesos, la red neuronal de la figura 2.1 que es una red neuronal
con dos capas densas se puede representar con la matriz G de (2.2).

0 0 wae Waqd Wape 0

) ) )

0 0 wb,c wb,d wb76 0

o0 o o0 0 0

Para completar la representacion de la red neuronal de la figura 2.1 falta definir una lista de
funciones de activacién, lo cual por el momento se obviara debido a que independientemente
de las funciones de activacion que se elijan todas cumplen la misma funcién ver que tanto o
que tan poco se activa una neurona, si acaso, la selecciéon de dichas funciones de activacién
tienen impacto en el tiempo de optimizacion, en el desvanecimiento de gradiente, o en algunas
otras complicaciones de la optimizaciéon de las redes neuronales, pero estructuralmente
todas funcionan igual. Si se gusta ahondar mas en el tema se pueden consultar las diferentes
funciones de activacién en Shiv et al [26].

Es interesante notar que cualquier arquitectura tradicional puede ser representada como un
grafo. Por ejemplo, una red neuronal con una capa convolucional en una dimensién con 3

entradas y un nicleo simétrico (hi, ha, h1) descrita por la figura ??, puede ser representada
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mediante la matriz de pesos de la figura 2.3 y por su correspondiente lista de funciones de

activacion.

000 hg hy Ry 0 O
000 0O ht hy hy O
000 0 0 hy he Iy
G- 000 0 0 0 0 O
000 0 0 0 0 O
o000 0 0 0 O
o000 0 0 0 O
000 0 0 0 0 O

Figura 2.3: Matriz de pesos para la
Figura 2.2: RepresentaCién mediante capa convolucional de la ﬁgura ?2?.
grafo de una capa convolucional.

Dicho lo anterior surgen las preguntas ;Qué pasaria si se agregan todas las conexiones
posibles, es decir, que el grafo quede representado por una matriz triangular superior? ;Cuél
sera el desempeiio de los diferentes grafos en funcién del niimero de conexiones? o ;En
funcién de la distribucién de estas?;Hay conexiones que se puedan agregar (o quitar) que
hagan mas rapida la red neuronal? ;Mas precisa? Estas son las preguntas que este trabajo

busca abordar.

2.1.2. Lista de neuronas

Para garantizar que nunca se generen bucles durante la construccién de la estructura del
grafo, se almacenan las neuronas en una lista ordenada que representa un ordenamiento
topolégico. Las més cercanas a la entrada estaran a la izquierda y las mas lejanas a la
derecha, asi, una lista ordenada para la red de la figura 2.1 podria ser K = (a, b, c,d, e, f).

Esto permite, por ejemplo, suponiendo que se agrega una nueva neurona n a la lista K

20



entre las posiciones de la neurona c y la d, conectarla de tal forma que no haya bucles;
mientras se generan las conexiones aleatoriamente hacia adelante (siguiendo el flujo de
informacion el propagacion) solo con neuronas que estén a la derecha de ella, y hacia atras
(siguiendo el flujo de informacién durante la retropropagacién) solo con neuronas que estan
a su izquierda. En el ejemplo de la figura 2.1 al agregar una neurona n, se agregaria al
conjunto A de pares ordenados las aristas (a,n), (¢,n), (n, f) y al conjunto de neuronas V'
se agregaria n. Por su parte, K quedaria como K = (a,b,c,n,d,e, f), lo cual generaria el
nuevo grafo de la figura 2.4. Obsérverse que con esta estrategia, al contrario del podado,
crece el grafo, es decir, se amplia el espacio de soluciones de disefio de redes neuronales,

que es la finalidad de este trabajo.

Figura 2.4: Red neuronal resultante de agregar la neurona n y las conexiones wa, n,
we,n y wn, f.
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2.1.3. Distancia a la salida

Esta funcién nos permite calcular la distancia a la salida ds, que nos indica que tan lejos

esta cada neurona de la salida y se calcula recursivamente con (2.4).

0 si H, =10
ds(Nk) = (2.3)

max{ds(N;)|N; € Hy} +1 si Hp #0

Con esta definicién de distancia a la salida, siempre es posible encontrar una neurona en P
a la cual calcularle su ds hasta agotar el conjunto de neuronas.

Sea K = (N, N2, N3, ..., N,,) el ordenamiento de neuronas en la lista definida anteriormente,
de un grafo dirigido aciclico con ns neuronas de salida. Entonces, las altimas ng neuronas
de la lista ordenada K por definicién su distancia es 0, por lo que ya se puede calcular
la distancia de N,_,,—1 puesto que todos los hijos de esta neurona estan a su derecha y
va les hemos calculado la distancia, y una vez calculada la distancia N,_, ,_1 es posible

determinar dy,,_, _, recursivamente.

2.1.4. Distancia a la entrada

Similar a la distancia a la salida, se define la distancia a la entrada d. mediante la ecuacion

24.

0 si P, =10
de(Ny,) = (2.4)

maX{dS(Nk)|Nj eEP}+1 siP.#0

Por supuesto al igual que la distancia a la salida, la distancia a la entrada siempre se puede

calcular para todas las neuronas, pero esta vez empezando el cilculo de izquierda a derecha
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en la lista K.

2.2. Espacio de soluciones

Normalmente resulta dificil comparar la estructura de dos redes neuronales salvo me-
diante métricas aplicadas a sus salidas. Representar una red como un grafo facilita dicha

comparacion entre arquitecturas distintas. Sea el espacio de soluciones del grafo inicial
So = {(wy,...,wy) € R™},

y supongamos que la solucién 6ptima en Sy es G. Si afiadimos una nueva conexién con peso

Wmt1, €l espacio de soluciones se amplia a
1
Sp={(wi,. .., W, Wyy1) € RTTL

Obsérvese que Sy C Sp. Si extendemos G a S fijando la nueva coordenada en cero, es decir
G’ = (G,0), entonces G’ y la solucién 6ptima en S; son directamente comparables en el
mismo espacio de parametros; la diferencia entre ambas cuantifica el efecto de introducir la
conexion. Por tanto, rellenar con ceros permite comparar redes con arquitecturas distintas
en un espacio paramétrico comun.

En términos generales, el espacio de soluciones explorado por una ejecucién de Borolo puede

expresarse como

SBorolo = U R™ = {(wlv"‘7wm) | w; €ER, m € N}
meN

En contraste, el espacio de soluciones de un algoritmo como TPOT [6], que busca la mejor

23



pipeline ensamblando bloques preconcebidos, puede describirse simbolicamente como

Strror = {(B1,Ba,...,Bn) | B; € B},

donde cada B; es un bloque predefinido perteneciente a un conjunto B. Obsérvese que
dos soluciones en StpoT no son directamente comparables en el espacio de configuracién
salvo mediante métricas de salida, a menos que se defina explicitamente una representacién
comun que permita su comparacion.

Asi, mientras Borolo opera sobre un espacio paramétrico ampliable que facilita comparaciones
directas entre arquitecturas, enfoques basados en bloques predefinidos requieren pasos

adicionales (mapeos o embeddings) para establecer un terreno de comparacién homogéneo.

2.3. Sumario

Este capitulo formalizé la representacién de las redes neuronales como grafos dirigidos
aciclicos y estableci6 la notacién y herramientas necesarias para evolucionar su estructura
a nivel de neurona y conexion. Se definieron los conceptos fundamentales de teoria de
grafos aplicados a redes neuronales (nodos, aristas, pesos y matrices de pesos), asi como la
correspondencia entre arquitecturas tradicionales.

Asimismo, se introdujo la lista ordenada K, que actiia como un orden topoldgico para
garantizar la ausencia de ciclos al modificar la arquitectura, junto con las distancias a la
salida ds y a la entrada d., calculables de manera recursiva y utiles para razonar sobre la

posicién funcional de cada neurona.
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Capitulo 3

Estructura estatica

Definidos los conceptos anteriores podemos construir los algoritmos de propagacién y retro-
propagacién para la optimizacién de la red neuronal, asi como especificar todo lo necesario

para el correcto funcionamiento de esta en su forma estatica.

3.1. Algoritmo de propagacion

El algoritmo tradicional de propagacion estd definido por las ecuaciones en 3.1.

(WHTal=1 18 sil#0

WHTz+b sil=0 (3.1)
at = hl(2h

Donde W' es la matriz de pesos de la capa [, b es el vector de sesgos de la capa [, h! es el

vector de funciones de activacién asociada a la capa [, 2! es el valor en la capa ! previo a la

aplicacién de las funciones de activacion, a' es la salida del vector funciones de activacion
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aplicado sobre z! y z es el vector de caracteristicas.
Algo importante de esta forma de calcular la propagacion hacia adelante, es la eficiencia
computacional de multiplicar matrices, dado que en nuestro algoritmo nos interesa mantener

esta propiedad se define el siguiente procedimiento:
1. Se ordenan las neuronas por su distancia a la salida en K de mayor a menor.

2. Se guardan las activaciones de cada neurona en un arreglo A con el orden heredado

de K.
3. Los sesgos se guardan en un arreglo B también con el orden de K.

El procedimiento descrito permite emular capas, ya que se agrupan las neuronas que tengan
la misma distancia a la salida. Esto garantiza que cuando el algoritmo vaya a generar la
salida en la capa i todos los valores necesarios para computarla ya hayan sido calculados, es
decir, las salidas de todas las capas j < i ya estaran disponibles como ocurre en el algoritmo
estandar de propagacion hacia adelante. En la figura 3.1 es facil ver a qué capa pertenece
cada neurona. Como nota adicional, cabe mencionar que un mismo elemento de A puede
servir de entrada a diferentes capas.

Si se toma el ordenamiento de capas propuesto en esta seccién las ecuaciones de (3.1) se

reescriben como en las ecuaciones (3.2).

(GHTAk - B sii<mg, —1

(GHYTx 4+ B sii=mg, —1 (32)
At = hi(2)

Tomando la matriz G de (2.1) y permutando sus renglones y columnas de tal forma que

tengan el mismo orden de la lista K, es decir, en la columna k-ésima estan los pesos de
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Figura 3.1: Se calculan las distancias a la salida al grafo de la figura 2.4, las neuronas
a y b estan a distancia 3; la ¢ a distancia 2; las neuronas n, d y e a distancia 1 y f a
distancia 0.

las conexiones que salen de la neurona k-ésima en K, y en la fila j-ésima estdn los pesos
de las conexiones que llegan a la neurona j-ésima (obsérvese la matriz de (3.3) tomando
en cuenta que para ese ejemplo K = [a,b, ¢, d, e,n]); una vez reordenada G de esta forma,
G" es la submatriz de G tal que solo tomamos los valores wy; para los cuales N; (neurona
destino) tiene distancia i a la salida, AF es el subarreglo de A tal que wy; estd en G', B’ es
el subarreglo de B donde sé6lo se encuentran los sesgos de las neuronas con distancia a la
salida i, y mg, es la distancia maxima a la salida. Adicionalmente, se guardan los 2% en un

arreglo Z con el orden de K para ser utilizados en el algoritmo de retropropagacion.
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0 0 Wq,c Wq,d Wae Wan 0
0 0 wpe Wpg Wpe 0 0
00 0 0 0 wen wer

G=loo0o 0 0 0 0 wy (3.3)

3.2. Algoritmo de Retropropagacion

El algoritmo de retropropagacién busca, dada una funcién de perdida £, minimizarla respecto
a los pesos de las capas y los sesgos. Tradicionalmente, este problema de optimizacion se

soluciona mediante las ecuaciones en 3.4.

(Wl+1)T5l+1 ® hl,(zl) sil#L
ol = (3.4)

(al —Y)® AV (2h) sil=1L
Donde Y es el vector de los valores objetivo de nuestro conjunto de datos, L es la cantidad
de capas de la red neuronal, ' el error en la capa [ y @ es el producto Hadamard [A®BJ;; =
Ajj - Bij. Una vez calculado el error se actualizan los pesos y sesgos mediante las ecuaciones
3.5.
Wl V. Wl _ n6l(al—1)T
(3.5)
Ry

Donde 7 es la taza de aprendizaje.
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Para mantener una metodologia consistente ahora se calcula la distancia a la entrada. Lo
anterior para agrupar las neuronas de tal forma que cuando se calcula cada multiplicacion
matricial los valores necesarios ya estén listos. Obsérvese como las capas son diferentes en
la figura 3.2 respecto de la figura 3.1; es decir, para un mismo grafo hay dos redes con
diferentes ordenamientos de capas, uno permite hacer la prediccion (propagacién), y el otro

nos permite hacer la actualizacién (retropropagacion).

Figura 3.2: Estructura de la red neuronal resultante de calcular las distancias a la
entrada para el grafo de la figura 2.4.

Con lo anterior las ecuaciones de retropropagacién quedan segin (3.6).

(Gi)T6ii1 © 7 (Z) sii # ma,
0 =

(A = Y) O h¥'(Z;) sii=mq,
Gi <— Gz — 7751'(141',1)':

Bi < BZ' — 7751'
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Donde G es la submatriz de G tal que solo tiene los wj;, para los cuales N; esta a distancia 1
de la entrada, Z; es el subarreglo de Z tal que solo se toman los z; cuyo IN; esta a distancia i
de la entrada, Y son las etiquetas del conjunto de entrenamiento, y B; es el subarreglo de B
que contiene solo los sesgos de las neuronas a distancia ¢ de la entrada. Siempre respetando
el orden heredado de K. Para mantener coherencia respecto al algoritmo tradicional, se
sefiala que ¢; es el error de la capa a distancia ¢ de la entrada.

Noétese que las submatrices G de pesos que se requieren para la retropropagacién son

diferentes a las que se necesitan para la propagacion hacia adelante.

3.3. Numero de conexiones

Un aspecto a considerar con esta forma de ver las redes neuronales es el niimero de conexiones.
Supéngase que existen todas las conexiones posibles en un grafo dirigido aciclico con 5
neuronas, entonces el grafo queda como en la figura 3.3 y en la matriz de la figura 3.4.

Wap Wae Wad Wae
Wpe Whd Wpe

0 0 Wy e
0 0 0

Q
I
o O O O O

0
0 0 We,d  We,e
0
0

Figura 3.3: Estructura neuronal de cin-
co neuronas. Se incluyen todas las posi-
bles conexiones hacia adelante (niimero
maximo).

Figura 3.4: Matriz de conectividad del
grafo de la figura 3.3.

Tomando las neuronas de la figura 3.3, se observa que tienen las distancias a la salida
(4,3,2,1,0) por lo que por ejemplo la submatriz de G' de la matriz de la figura 3.4 quedaria
como en (3.7). Es decir, se estéd calculando una activacién a la vez, lo cual lo vuelve ineficiente,

si por otro lado se usan solo las conexiones minimas posibles el grafo queda como en la
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0 wep O 0 0

0 0 wy O 0

020,0:0,0 G={o 0 0w 0
: . - 0 0 0 0 wae
Figura 3.5: Grafo con el nimero mini- 0 0 0 0 0

mo de conexiones para una estructura

con ¢inco neuronas. Figura 3.6: Matriz de conectividad del
grafo de la figura 3.5.

figura 3.5 y la matriz de la figura 3.6, lo cual genera el mismo problema, es por ello que
seleccionar un nimero de conexiones adecuado es crucial para un desempeiio rapido de este

enfoque en redes neuronales.

w1 4

G'= | wyy (3.7)

w3,4
3.4. Mascaras

Noétese que una vez que se tiene una actualizacién de los pesos, esta solo se tiene en las
matrices G, por lo que para pasarlas a las matrices G' se usan mascaras.

La maéscara MZJ mapea los valores comunes de la matriz G; a la matriz G7, esta tiene 4
dimensiones y la multiplicacién MZJ G; es una contraccion tensorial cuyo resultado tiene las
mismas dimensiones que G7. Si por ejemplo G; es de 3 x 2y G7 es de 4 x 5 entonces MZJ sera
de tamano 4 x 5 x 3 x 2 y las tinicas posiciones diferentes de cero son las Mf [/, 5, K U']=1
tal que 7', 5, es la posicién de wy; en G7 y k', 1’ es la posicién de wy; en G; de forma que
Wy €s comun a ambas matrices.

Finalmente se usa la convencién de suma de Einstein [27] en la multiplicacion M;G; como
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en (3.8) para obtener una matriz de dimensién 4 x 5.
(Mlel)Z’]’ = Mi’j’k"l’ Gk"l’ (38)

Aplicando el procedimiento descrito para todas las capas de prediccién y de retropropagacién

se obtiene las mascaras necesarias para el proceso de optimizaciéon de pesos en Borolo.

3.5. Desvanecimiento y explosiéon de gradiente

Dado que la estructura neuronal éptima puede ser profunda se usan funciones de acti-
vacién no acotadas, como la ReLU, LReLU, GELU, etc [28, 29, 30]. Esto para evitar el
desvanecimiento de gradiente [31].

Por su parte, para evitar la explosion del gradiente, tomando en cuenta que las funciones

de activacién son no acotadas, se aplica regularizacion L2 y recorte adaptativo de gradiente

(AGC) [32, 33).

3.5.1. Regularizacién L2

Esta regularizacién se hace en la funcién de pérdida. En lugar de optimizar Lorigina se

optimiza la funcién descrita en (3.9) [34].

»Creg = 'Coriginal + A Z wz%j (39)

(2]
Donde A es la razén de regularizacién. Con este proceso la segunda expresion en (3.4) se

reescribe como sigue:
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G; +— G; — n <5i(Ai_1)T + 2)\Gz) (3.10)

Es decir, el nuevo gradiente de la funciéon de pérdida respecto de la capa a distancia i de la
entrada estd dada por §°(A;_1)" + 2AG;. Por supuesto el 2 en el nuevo gradiente puede ser
perfectamente absorbido por A. Observe que L2 tambien trata de mantener los pesos los

mas pequenos posibles.

3.5.2. Recorte adaptativo de gradiente (AGC)

Si por alguna razoén los pesos se inicializan lejos de su punto 6ptimo, L2 no evitara la
explosién de gradiente, en esos casos es cuando AGC [33] tiene utilidad.

AGC se ejecuta por capas, lo que busca es que si la norma del gradiente de la capa es muy
grande respecto a los pesos de ésta, entonces se mantiene la direccién del gradiente, pero se
le da la norma de los pesos.

Suponga que V,;L es el gradiente de la funcién de pérdida respecto a la capa que tiene

distancia i a la entrada se calcula como en (3.11).

7||Gil
Vi

ViLrecortado < Min (1 ) -V L (311)

Donde 7 es la razon de corte.

3.6. Algoritmo de estructura estatica.

Habiendo definido todo lo anterior, se puede definir el algoritmo para la estructura estatica.
Para ello se supone un conjunto de datos entrenamiento y se quiere construir una red

neuronal con n, neuronas de entrada y ns neuronas de salida.
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Se definen los valores para los hiperparametros de la tabla 3.1 para luego iniciar el proceso

descrito en el algoritmo 1

Tabla 3.1: Parametros del algoritmo estatico

Parametro Descripcion

T Parametro 7 de AGC

n Tasa de aprendizaje

A Parametro A de L2

N, Numero de neuronas ocultas
Nef Numero de conexiones hacia adelante de cada neurona oculta
Neh Numero de conexiones hacia atras de cada neurona oculta

t. Numero de iteraciones de calentamiento

ts Numero de sumandos de la condicién para terminar

el proceso de optimizacion
MaxIters Maximo numero de iteraciones
BatchSize Tamano de lote
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Algoritmo 1 Algoritmo de estructura estatica

1:
2:

>

10:
11:
12:
13:
14:
15:
16:
17:

Se conectan todas las neuronas de entrada con todas las neuronas de salida.

Se inserta una a una las n,, neuronas ocultas como se explicé en la seccién 2.1.2,
con nimero de conexiones n.r y ne hacia adelante y hacia atras respectivamente.
Se crean las capas G* (3.2) para predecir, y G; (3.6) para la retropropagacion.
Se crean las mascaras MZJ para pasar los valores de las capas de retropropagacion
a las capas de prediccion.

Se dividen los datos en lotes con el tamano de lote deseado.
Se declara un arreglo L para las pérdidas.
for iter in 0 : MaxIters do
X, Y <« siguiente lote
Se usa X en las ecuaciones 3.2 para obtener Y,
Se calculan los gradientes de los pesos y los sesgos utilizando 3.6
Se actualizan los pesos de prediccion usando las méascaras MZJ
Se calcula L;
L + append(L, L;)
if iter > t. AND Y700, Li< Y%, , L; then
break
end if
end for
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3.7. Ejemplos

Para ilustrar el funcionamiento del algoritmo estatico, se utiliza un conjunto de datos
sintético bidimensional con dos clases. Se generan 64 datos (32 por clase) utilizando una
distribucién normal (la funcién make_blobs disponible en sklearn [35]). Los hiperpardmetros
de la estructura se fijan como sigue: n, = 2, ny =2, 7 = 0.01, A = 0.001, n = 0.1, n,, = 10,
Nef = 2, ng, = 2. Para el ajuste del modelo se pasan los 64 ejemplos al mismo tiempo, es
decir, cada lote es de tamafio 64 y por lo tanto cada iteracion de lote se corresponde con
una época, se ejecutan 800 épocas.

Los resultados obtenidos se observan en la figura 3.7 los cuales muestra una clasificacién
correcta de los datos. Ademas, se tienen curvas de pérdida y precision consistentes con las
curvas observadas en redes neuronales tradicionales.

Como segundo ejemplo, se repite el experimento con un conjunto de datos que no es
linealmente separable. Se generar dos clases usando la funcién make__moons [35]. Utilizando
los mismos hiperparametros de la red, a excepcién del nimero de épocas que ahora se
fija en 2500 para asegurar convergencia. Los resultados obtenidos se muestran en la figura
3.8 donde se ve que el enfoque también funciona para conjuntos que no son linealmente
separables, lo cual es el comportamiento esperado del modelo.

Como se puede observar el modelo ajusta de forma correcta los datos. Es importante
mencionar que en este punto la intencién es solo mostrar que el enfoque descrito si optimiza

los pardmetros de modelo.

3.7.1. Perfilado del nimero de neuronas vs conexiones

Para perfilar el comportamiento del nimero de conexiones y neuronas; se considera n, =

Nef = nep y se define una malla. La bisqueda exhaustiva se realiza sobre la malla definida
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(a) Resultado

(b) Precisién (c) Entropia cruzada

Figura 3.7: Resultados obtenidos utilizando una estructura estatica con hiperparame-
tros n. = 2, ny =2, 7 = 0.01, A = 0.001, n = 0.1, n,,, = 10, ncy = 2, ngy = 2 sobre un
conjunto sintético bidimensional con dos clases.
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(a) Resultado

(b) Precision (c) Entropia cruzada regularizada

Figura 3.8: Resultados obtenidos utilizando una estructura estatica sobre un conjunto
de datos con dos clases no linealmente separables.
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por n. = 2,4,6,8,10,12, 14, 16, 18; n,, = 1, 150, 300, 450, 600, 750, 900, 1050, 1200. Para cada
configuracién de la malla, se ejecuta el algoritmo propuesto durante 100 épocas, cada
una sobre una muestra de 64. Lo anterior permite observar el comportamiento ilustrado
en la figura 3.10. Observese que conforme aumenta el nimero de conexiones no aumenta
demasiado el tiempo de ejecucion (se aprecia una tendencia lineal) como si lo hace el
aumento de neuronas (posiblemente cuadrético). Se aprovecha este comportamiento para la

definicién del proceso de evolucién descrito en la seccién 4.1.1.

Figura 3.9: Mapa de calor que ilustra el tiempo de convergencia de una estructura
estatica como funciéon del nimero de neuronas medias y el nimero de conexiones.
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(a) Aumentando las conexiones (b) Aumentando las neuronas

Figura 3.10: Comparativa de como el tiempo de convergencia dependes mas del
aumentado en nimero de neuronas que del niimero de conexiones.

Una vez demostrada la funcionalidad de nuestro modelo, se puede abordar el punto central de
este trabajo, que es la busqueda de estructuras 6ptimas de redes neuronales para diferentes

problemas.

3.8. Sumario

En este capitulo se vieron las adaptaciones necesarias a las funciones bésicas de las redes
neuronales para poder trabajarlas en términos de grafos. Se reescribieron las funciones de
retropropagacién y propagacion, y se definen las méascaras que permiten transferir los pesos
entre las do arquitectura neuronales. Ademads se describe la adaptacién a Borolo de técnicas
para enfrentar el desvanecimiento y explosion de gradiente. Finalmente concluimos con

ejemplos ilustrativos del funcionamiento del modelo sobre datos sintéticos.
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Capitulo 4

Borolo

Para conseguir la optimizacion de la estructura, se deben definir los mecanismos de evolucion
de la misma. Para ello se modifica el algoritmo propuesto para la estructura estatica. En
particular se definen procesos para agregar neuronas y clasificar las conexiones en la

estructura.

4.1. Estrategia de modificacion de la estructura

Dada la matriz G del grafo, las mascaras para esta matriz definidas en en la seccion 3.4 y
las capas a las cuales se aplican estas mascaras son la base de la estructura estatica.

Una iteracién estructural estd acotada al tiempo en el cual se agregan y/o quitan
neuronas a una estructura estatica. Entre dos iteraciones estructurales sucesivas, se requiere
la reconstruccién de las capas del grafo resultante. Una vez reconstruidas, se procede a la

optimizacion de los pesos de esta nueva estructura estatica.
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4.1.1. Agregar neuronas

Para el proceso de agregar neuronas se definen 3 nuevos hiperparametros: el primero indica
el nimero de neuronas a agregar en cada iteracion, y dos méas que definen la cantidad de
conexiones a agregar hacia adelante y hacia atras en cada neurona nueva.

Aunque que en el algoritmo estatico ya se tenia un hiperparametro para las neuronas
medias que se agregan. Sin embargo, como nos interesa no incrementar el niimero de
hiperparametros [36, 9] se puede prescindir de n,, en la estructura estatica igualandolo a 0
y resignificando n,, como el nimero de neuronas a agregar entre cada iteracién estructural.
Por lo que al inicio la estructura solo consta de una capa densa y conforme va avanzando
Borolo la complejidad de las operaciones avanza con este.

Por otro lado, los hiperparametros de las conexiones de cada neurona nueva se pueden
mantener justo como se definen para el algoritmo estatico; otra opcién es conectar de forma
porcentual; o bien con todas las neuronas posibles hacia adelante y todas las neuronas
posibles hacia atras, permitiendo asi explorar una mayor cantidad de rutas de la informacién.
La ultima opcién es la que se considera apropiada, esto para continuar con la politica de
mantener el nimero de pardmetros pequeno. Ademads de que, como se puede apreciar en la

figura 3.9, el tiempo de cémputo crece mas al agregar neuronas que al agregar conexiones.

4.1.2. Funcidon de clasificacion de conexiones

Una vez agregadas las neuronas y habiendo entrenado el nuevo modelo por un breve periodo,
es necesaria una forma de clasificar las conexiones agregadas, esto para seleccionar solo las
mejores conexiones y asi ir construyendo un modelo solo con las mas relevantes.

Dada la importancia de esa clasificacién es necesario definir una funcién que permita graduar

las conexiones agregadas. Primero, se desea que las conexiones seleccionadas tengan un
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peso relativamente grande, puesto que se puede suponer que un peso pequeno indica que la
informacién que cruza esta conexion tiene relativamente poca importancia para la neurona
de llegada. Con lo anterior un primer intento de funcién de clasificaciéon es simplemente
graduar las conexiones por la magnitud de sus pesos. Sin embargo, si se considera la situacion
de una neurona que envia un valor constante, es decir, que independientemente de la clase
que este computando en ese momento siempre manda el mismo valor, esto hace que esta
neurona actile como el sesgo de sus neuronas hijas. Pues bien, estas conexiones también
serdn poco utiles independientemente de que su peso sea alto. Asi pues, es importante,
que aunque las magnitudes de los pesos sean grandes, se integre a la funcién una forma
de distinguir la cantidad de informacién ttil que cada conexién aporta. Es en este punto
donde la entropia toma un papel relevante.

Considérense los siguientes puntos:

» Las funciones de activaciéon no se pueden observar como una funcién de distribucién

de probabilidad, porque rara vez suman 1.

= Si se quisiera calcular directamente la entropia de las neuronas para cada funcién de
activacion tendriamos que normalizarla de formas diferentes, lo que haria una funcién

de normalizacién para cada funciéon de activacion, lo cual es costoso.

Ahora bien, suponiendo una distribuciéon gaussiana la entropia se calcula como H =
Z1n(2me) + 3 In|¥| [37] donde n es la cantidad de las variables aleatorias. Observe que
H(Xy) > H(X2) < |X1] > |X2], por lo que si queremos usar H para clasificar, basta
con usar |X| ademds como las neuronas son univariadas entonces |X| — |o| = o, es decir,
podemos usar la varianza de la salida de la neurona para clasificar la cantidad de informacién

que esta provee.
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Lo que acabamos de ver es que para una variable aleatoria con funcién de densidad gaussiana
univariada, la varianza estd fuertemente relacionada con la entropia, ya que la entropia es
una funcién mondtona creciente respecto de la varianza. Esta propiedad, aunque solo la
ejemplificamos con la distribucién gaussiana, no es exclusiva de ella; la distribucién uniforme
o la distribucién de Laplace también lo cumplen, y varias distribuciones méas [38, 39]. Es
decir, aunque no todas, una gran parte de las funciones de distribucién de probabilidad
cumplen que la entropia crece conforme crece la varianza, si bien no sabemos que distribucion
tendra cada neurona, si sabemos que la varianza es una buena primera aproximacion para
clasificar la importancia de una neurona, con el algoritmo 2. Con el subsecuente ejemplo

quedard mas claro.

Algoritmo 2 Calculo de la varianza

1: Se guardan las activaciones de la neurona durante el entrenamiento, etiquetandolas
con su clase.
2: Se calcula el promedio de activacion en la neurona por clase, por lo que tendremos

un valor para cada clase.

Zi la;—al

3: Se calcula la varianza de esta distribucién de valores usando ~

En la figura 4.1 se muestra un ejemplo numérico del uso del algoritmo 2 para dos clases.
Con esta varianza finalmente podemos ponderar las diferentes conexiones usando la ecuacién
4.1.

O;W; (4.1)

donde o; es la varianza de la neurona de la que viene la conexién, y w; es el peso de la
conexion.

Siguiendo con el ejemplo de la figura 4.1 tenemos la tabla de 4.2 con la cual ya se pueden
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Activacién Clase
0.5 1 .| Promedio
Activacion Clase 0.214 1 "I -0.1857
0.5 1 -1.2713 1
Varianza
-0.1 0
0.06267
0.73 0
0.214 1 Activacién Clase
Promedio
-1.2713 1 0.73 0
0.315
-0.1 0

Figura 4.1: El procedimiento para el célculo de la varianza en una conexién neuronal
consiste en promediar los valores de activacion de la conexion, agrupados por clase, y
luego calcular la varianza de estos valores medios.

clasificar las conexiones, si por ejemplo se quieren desechar el 75 % de las conexiones (a este

hiperpardmetro le llamaremos p;), nos quedarfamos solamente con las conexion (n,b).

Conexion  Ponderaciéon

(n,a) 0.062 % 0.12 = 0.0075

(n,b) 0.062 % 0.23 = 0.014

(n,c) 0.062 % 0.05 = 0.0031

(n,d) 0.062 * 0.007 = 0.00043
(a) Varianza y pesos (b) Ponderacién de conexiones

Figura 4.2: Cada conexion se pondera como el producto de la varianza y el peso, en
base esto se define un umbral para la poda de conexiones del grafo.

Una vez filtradas las conexiones, se verifica que todas las neuronas ingresadas tengan al
menos una conexién de entrada y al menos una conexién de salida, las que no cumplan este

requisito también se eliminan.
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4.1.3. Momento generacional

Con el objetivo de mantener la informaciéon aprendida en iteraciones estructurales pasadas,
se define el momento generacional, se busca que los pesos ya entrenados se ajusten
de forma limitada. Esto puede entenderse como si en la primera iteracion estructural se
entrena la parte mas gruesa de la clasificacion, y una vez entrenada se fijase, se le agregase
el siguiente grupo de neuronas, el cual tiene por objeto aprender los ajustes mas finos de la
clasificacién, y asi siguiésemos sucesivamente manteniendo la estructura aprendida mientras
se controlan detalles cada vez mas finos.

Sin embargo, también se quiere dar cierta libertad de entrenamiento, por si cuando se le
agrega el siguiente grado de complejidad, este requiere que se mueva un poco el grado
anterior.

Lo anterior se soluciona introduciendo el momento generacional. Hay varias formas de
definir el momento, en este trabajo se hace escalando la actualizacién por el factor definido

en la ecuacion 4.2.

1
— (4.2)
Cpo™

n
Donde Cy, es una constante que va entre [1,00) y ng es es el nimero de generaciones que
ha existido cada neurona, es decir las conexiones que estamos entrenando en la iteracion
estructural actual i-ésima su momento generacional serd de 1, las conexiones que se filtraron

en la iteracién estructural (i — 1)-ésima pertenecen a la generacién 2, las de la iteracién

(1 — 2)-ésima pertenecen a la generacién 3, etc.
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4.2. Algoritmo Borolo

Dado un conjunto de datos, con una matriz de caracteristicas X y un vector de salidas y

para entrenar un clasificador Borolo. Se inicia con la seleccién de los hiperpardmetros de la

tabla 4.1.
Tabla 4.1: Hiperparametros de Borolo
Parametro  Descripcion
T Parametro 7 de AGC
n Tasa de aprendizaje
A Parametro A de L2
N Numero de neuronas agregadas por iteracion estructural
te [teraciones de calentamiento para el algorimto estatico
ts Sumandos para detener algritmo estatico
Népocas Cantidad de épocas por iteracion estructural maxima
MaxIters Maéaximo ntimero de iteraciones por estructura
MaxIterEstruct Numero maximo de iteraciones estructurales
D Porcentaje de conexiones a eliminar por estructura
Batch Size Tamano de lote
Cy., Base del momento generacional

Una vez definidos los hiperpardmetros, se divide el conjunto de datos en £ (Entrenamiento)

y V (Validacion). Finalmente, se aplica el proceso de optimizacién estructural descrito en el

algoritmo 3.
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Algoritmo 3 Algoritmo Borolo

1: Se conectan todas las neuronas de entrada con todas las neuronas de salida.
2: for iter in 0 : MaxIters do
3: Se divide £ en &1, & y &3 aleatoriamente, en la figura 4.3 se muestra visual-
mente la utilidad de esta division de datos.

Se agregan n,, neuronas.

Se optimiza los pesos de la estructura estatica actual usando & y &

Se podan las conexiones con 4.1 sobre &3

Se eliminan las conexiona mas deficientes por debajo de p, % .

Se verifica que todas las neuronas tengan al menos una entrada y una salida,
las que no se eliminan.
9: end for

Estos se guardan

Estos 3 se barajan | Entrenamiento |Va||daC|on |<—\_ para prot_>ar hasta
en cada iteracion —— > | el final
estructural | |
& | & | &3 |

! 5

Conjunto para Coniunt
entrenar los pesos onjunto para
detener borolo

Conjunto para detener
el algoritmo estatico

Figura 4.3: Los conjuntos &;, &, & funciona como conjuntos de entrenamiento,
validacién y prueba para cada estructura estatica.
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Para ilustrar el uso del algoritmo se aplica al conjunto de datos sintéticos make__moons de

scikit-sklearn [35] con un 0.1 % de ruido. Los hiperpardmetros son los de la tabla 4.2.

Tabla 4.2: Parametros del modelo para ejemplificar Borolo

Parametro Valor | Parametro Valor

T 0.01 | n¢pocas 150,000

n 0.1 | MaxIterEstruct 3

A 0.001 | py 0.2

N 2 Batch_ Size 64

ts 50 Cy., 1
batches calentamiento 25,000

Notese como el hecho de que C,, = 1 implica que nuestro momento generacional es
desactivado. Adicionalmente los conjuntos &1, £, y £ son el mismo conjunto, esto para
agilizar la convergencia.

Los resultados obtenidos se muestran en la figura 4.4. Observese como en la entropia cruzada
de la figura 4.4a se notan las diferentes iteraciones estructurales, cada vez que hay una
iteracién estructural la entropia cruzada se dispara aunque en este ejemplo la acotamos a
25, en esta grafica se pueden ver claramente las 4 estructuras que se trabajaron durante
el entrenamiento, por su parte en la figura 4.4b se puede observar como mientras sea
aumenta la complejidad de la red, la precisién del algoritmo también aumenta. Finalmente,

la figura 4.5 muestra las fronteras de decisién de cada una de las estructuras estaticas.

49



(a) Entropia cruzada (b) Precision

Figura 4.4: Evolucién de la entropia cruzada y la precision para las cuatro estructuras
estaticas necesarias para la convergencia Borolo usando el conjunto de datos no
linealmente separable (lunas).
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(a) Estructura 1 (b) Estructura 2

(c) Estructura 3 (d) Estructura 4

Figura 4.5: Fronteras de decisién para las cuatro estructuras estaticas necesarias para
la convergencia Borolo usando el conjunto de datos no linealmente separable (lunas).
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Capitulo 5

Experimentos

Este capitulo presenta la evaluacion experimental del algoritmo Borolo mediante dos
conjuntos de datos sintéticos con caracteristicas geométricas complejas. Adicionalmente,
se realiza una comparacién con redes neuronales tradicionales. Esto permite validar la
capacidad de la metodologia propuesta para aprender fronteras de decisién no lineales

complejas, asi como comparar su rendimiento con redes neuronales convencionales.

5.1. Metodologia experimental
Para cada experimento se siguieron los siguientes pasos:

1. Particién de datos: Los conjuntos de datos se dividieron en una proporcién 80/20,
donde el 80% se destind al entrenamiento y el 20 % restante se reservé para la

evaluacién final.

2. Entrenamiento del algoritmo Borolo: Se aplicé el algoritmo propuesto con

hiperparametros especificos para cada conjunto de datos.
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3. Construccion de redes de comparacién: Se disefiaron dos arquitecturas de redes

neuronales con un numero similar de pardmetros entrenables al de nuestra propuesta:

= DNN: Red neuronal densa con una tnica capa oculta.

= PNN: Red neuronal profunda con multiples capas ocultas densas.

4. Evaluacién: Se utiliz6 Macro F1-Score como métrica de evaluacién [40] en el conjunto

de prueba, esto para garantizar una comparacién objetiva del rendimiento.

Todas las redes neuronales utilizan como algoritmo de optimizacion SGD [41] (Stochastic
Gradient Descent), esto con el fin de que las diferentes aproximaciones sean comparables,

asi como para mantener consistencia con el método de optimizacién empleado por Borolo.

5.2. Experimento 1: Circulos concéntricos

5.2.1. Descripciéon del conjunto de datos

Para el primer experimento se utiliza un conjunto de datos sintético compuesto por 1000
puntos distribuidos en 4 circulos concéntricos[42]. Este conjunto presenta un desafio debido

a la naturaleza no lineal de las fronteras de decisién.

5.2.2. Configuraciéon experimental

Los hiperparametros utilizados para el algoritmo Borolo son los siguientes:
Es importante destacar que se establecié C,, = 1y se utilizaron los conjuntos & = & = &3

para la evaluacion del crecimiento estructural.
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Tabla 5.1: Pardmetros del modelo

Parametro Valor | Parametro Valor

T 0.01 | n¢pocas 1,000,000

i 0.1 MaxIterEstruct 15

A 0.001 | pp 0.2

T, 3 Batch Size 00

ts 100 | Cy, 1
batches calentamiento 10,000

5.2.3. Resultados del entrenamiento

en que conjuntos estamos poniento los resultados

(a) Entropia cruzada (b) Precisién

Figura 5.1: Evolucién de las métricas de entrenamiento de Borolo en el conjunto de
circulos concéntricos

La Figura 5.1 presenta la evolucion de las métricas durante el entrenamiento. La Figura 5.1a
muestra la disminucién progresiva de la entropia cruzada, mientras que la Figura 5.1b
ilustra el incremento correspondiente en la precisién, confirmando que el algoritmo converge
satisfactoriamente.

El proceso de crecimiento estructural se visualiza en la Figura 5.2, donde se observa la

evolucion de las fronteras de decisién a través de las diferentes iteraciones estructurales.
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(a) Iteracién estructural 1 (b) Iteracion estructural 2

(c) Iteracion estructural 3 (d) Estructura final

Figura 5.2: Evolucion de las fronteras de decision durante el crecimiento estructural
para el conjunto de circulos concéntricos
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5.2.4. Andilisis de la convergencia estructural

El algoritmo Borolo requirié inicamente 3 iteraciones estructurales para converger, gene-
rando una arquitectura final con 96 parametros entrenables. Esto desmuestra la capacidad

del algoritmo para adaptar autométicamente su complejidad a los requisitos del problema.

5.2.5. Comparaciéon con arquitecturas convencionales

Para establecer una comparacion objetiva, se disefiaron dos redes neuronales con compleji-

dades similares:

= DNN: Red neuronal con una capa densa de 30 neuronas, resultando en 214 parametros

entrenables.

= PNN: Red neuronal profunda con 7 capas ocultas densas de 5 neuronas cada una,

totalizando 219 parametros entrenables.

5.2.6. Resultados de evaluacion

Los resultados de la evaluacion en el conjunto de prueba se presentan en la tabla 5.2.
La métrica Macro F1-Score proporciona una evaluacion equilibrada del rendimiento de

clasificacién considerando todas las clases por igual.

Tabla 5.2: Resultados de Macro F1-Score para el conjunto de circulos concéntricos

Algoritmo | Macro F1-Score
Borolo 1.0000
DNN 0.2643
PNN 0.1801

Los resultados demuestran que algoritmo Borolo supera a las arquitecturas tradicioneales
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evaluadas. La propuesta alcanza una clasificacién perfecta (F1-Score = 1.0), mientras que

las redes neuronales convencionales evaluadas quedan por debajo de 30 %.

5.3. Experimento 2: Espirales

5.3.1. Descripcion del conjunto de datos

El segundo experimento emple6é un conjunto de datos mas desafiante, compuesto por 312
puntos distribuidos en una espiral de 3 brazos[42]. Este conjunto representa un problema

de clasificacion particularmente complejo debido a la naturaleza entrelazada de las clases.

5.3.2. Configuracién experimental

Los hiperpardametros utilizados fueron similares al experimento anterior, con las siguientes

adaptaciones:
Tabla 5.3: Parametros del modelo

Parametro Valor | Parametro Valor
T 0.01 | n¢pocas 1,000,000
n 0.1 | MaxIterEstruct 15
A 0.001 | py 0.2
N, 3 Batch Size 249
ts 100 Cy., 1

batches calentamiento 10,000

El tamafio del lote se ajusté a 249 para adaptarse al del conjunto de entrenamiento.
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(a) Entropia cruzada (b) Precision

Figura 5.3: Evoluciéon de las métricas de entrenamiento de Borolo en el conjunto de
espirales

5.3.3. Resultados del entrenamiento

La Figura 5.3 ilustra el proceso de convergencia del algoritmo. A pesar de la mayor
complejidad del problema, se observa una convergencia apropiada, tanto en la entropia

cruzada (Figura 5.3a) como en la precision (Figura 5.3b).

5.3.4. Analisis de la convergencia estructural

Para este problema mas complejo, el algoritmo requirié 7 iteraciones estructurales, generando
una arquitectura final con 247 parametros entrenables. Este incremento en la complejidad
estructural refleja la adaptabilidad del algoritmo a problemas de mayor dificultad.

La Figura 5.4 muestra la progresiéon completa del crecimiento estructural, mostrando cémo

el algoritmo genera gradualmente fronteras de decisién cada vez mas sofisticadas.

5.3.5. Comparaciéon con arquitecturas convencionales

Las redes neuronales de comparacién se ajustaron para mantener una complejidad similar:
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(a) Iteracién 1 (b) Iteracion 2 (c) Iteracion 3

(d) Tteracion 4 (e) Tteraciom 5 (f) Iteracién 6

(g) Tteracion 7 (h) Estructura final

Figura 5.4: Evolucion de las fronteras de decision durante el crecimiento estructural
para el conjunto de espirales
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= DNN: Red neuronal con una capa densa de 41 neuronas, resultando en 249 parametros

entrenables.

= PNN: Red neuronal profunda con 9 capas ocultas densas de 5 neuronas cada una,

totalizando 273 parametros entrenables.

5.3.6. Resultados de evaluacion

Tabla 5.4: Resultados de Macro F1-Score para el conjunto de espirales

Algoritmo

Macro F1-Score

Borolo
DNN
PNN

1.0000
0.6366
0.1845

Los resultados presentados en la tabla 5.4 confirman nuevamente la efectividad del algoritmo

Borolo.

5.4. Discusion

Los experimentos realizados demuestran que el algoritmo propuesto tiene un rendimiento

superior a las arquitecturas de redes neuronales convencionales evaluadas. Los principales

hallazgos incluyen:

= Rendimiento superior: Borolo alcanza una clasificacion perfecta en ambos conjuntos

de datos, el cual es significativamente superior a las redes neuronales tradicionales.

= Adaptabilidad estructural: El enfoque propuesto demuestra la capacidad para

ajustar automaéticamente su complejidad arquitecténica segtin los requisitos del

problema, requiriendo 3 iteraciones para circulos concéntricos y 7 para espirales.
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» Eficiencia paramétrica: Las arquitecturas generadas por Borolo utilizan un nu-
mero de pardmetros comparable a las redes neuronales convencionales, pero con un

rendimiento sustancialmente superior.

= Convergencia estable: En ambos experimentos se observa una convergencia satis-

factoria de las métricas de entrenamiento, indicando estabilidad del algoritmo.

5.5. Reproducibilidad

Para garantizar la reproducibilidad de los experimentos, se proporciona acceso completo al

codigo implementado:

» Experimento 1 (Circulos concéntricos): Colab Experimento 1

» Experimento 2 (Espirales): Colab Experimento 2

Los notebooks incluyen la implementacién completa de los experimentos, la configuracion

de hiperparametros y los procedimientos de evaluacién utilizados.
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Capitulo 6

Conclusiones y Trabajo Futuro

6.1. Conclusiones

El presente trabajo introduce un nuevo paradigma para el disefio de redes neuronales
artificiales denominado Redes Neuronales Borolo, este propone una aproximacién funda-
mentalmente diferente a la optimizacién de arquitecturas neuronales predominantes en el
estado del arte. El enfoque ayuda a trascender las limitaciones impuestas por la optimi-
zacion tradicional basada en mddulos pre-disefiados, como las capas convolucionales o los
mecanismos de atencién tipo transformer, esto mediante la implementacién de un enfoque
que opera directamente a nivel de neurona individual.

En el presente trabajo se establece un marco tedrico basado en la teoria de grafos para la
representacion y manipulaciéon de arquitecturas neuronales dinamicas. Esta formalizacion
matematica conceptualiza las redes neuronales como un grafo, del cual se evoluciona su
topologia mediante la adicién o eliminacién selectiva de neuronas y conexiones sindpticas.

Se propone un algoritmo de evolucién estructural que integra mecanismos de propagacién
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hacia adelante y hacia atrds adaptados especificamente para estructuras dindmicas. Se
implementan funciones de seleccién neuronal que permiten optimizar simultdneamente los
parametros de la red y su topologia, representando un avance sustancial respecto a los
métodos tradicionales de busqueda de arquitecturas neuronales (NAS).

Los resultados experimentales revelan caracteristicas prometedoras del enfoque Borolo.
En primer lugar, al haber menos conexiones se tiene una menor cantidad de operaciones
computacionales, abonando con ello a una mayor eficiencia computacional comparada con
arquitecturas estdticas de tamano fijo. Esta eficiencia esta relacionada con la capacidad del
sistema para adaptar su complejidad a los requerimientos especificos del problema.
Adicionalmente, la naturaleza adaptativa de las Redes Neuronales Borolo permite una
exploracion mas completa del espacio de soluciones. Esto dado que la topologia de la red
coevoluciona con los pardmetros sindpticos.

Por otro lado en dominios donde no hay una arquitectura neuronal conocida apropiada,
Borolo puede ofrecer una aproximacién optimizada ad hoc a problemas de dichos dominios.
En conclusién, los resultados preliminares validan la viabilidad del enfoque y justifican

investigaciéon futura para explorar su potencial completo.

6.2. Trabajo Futuro

Una mejora prioritaria consiste en desarrollar una implementacion eficiente en CUDA [43, 44,
45] que aproveche las capacidades de computacién paralela de las unidades de procesamiento
grafico (GPU). Esto para escalar los experimentos a conjuntos de datos de mayor complejidad
y evaluar el comportamiento del sistema en problemas del mundo real.

El sistema actual utiliza descenso de gradiente basico, lo cual limita significativamente su

capacidad de exploraciéon y convergencia. Las mejoras prioritarias incluyen: implementacién
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de optimizadores adaptativos como Adam, AdamW, etc [46, 34] que aceleren la convergencia,
esquemas que ajusten dindmicamente la tasa de aprendizaje basdndose en la profundidad
efectiva de la red; estrategias de entrenamiento que aprovechen las caracteristicas dinamicas
de la arquitectura.

Por otro lado, la funcién de seleccién neuronal representa un componente critico del
sistema Borolo. En este sentido, las investigaciones futuras pueden abordar temas como: el
andlisis comparativo de diferentes métricas de importancia neuronal, gradientes, activaciones,
conectividad; funciones de seleccién basadas en teoria de informacién que maximicen la
ganancia de informacién mutua; criterios de poda, etc.

Otro aspecto a explorar es el uso de estrategia para la exploracion de hiperparametros
evolutivos. El espacio de hiperparametros especificos de Borolo requiere investigacién
sistemética de los valores de: el momento generacional, las tasas de crecimiento neuronal y
de conexiones.

Una de las direcciones més interesantes consiste en extender el paradigma Borolo hacia,
arquitecturas con multiples salidas distribuidas a lo largo de la red. Esta aproximacién,
particularmente relevante para modelos de lenguaje, ya que involucra aspectos como:

El uso de neuronas que representen conceptos especificos (entidades, relaciones, atributos)
distribuidas en diferentes niveles de la red; funciones de pérdida adaptativas y la exploracion
de topologias que permitan flujo de informacién en miltiples direcciones manteniendo la

aciclicidad del grafo.
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